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Resumen

Con el rápido crecimiento de los sistemas digitales y las tecnoloǵıas de la información
asociadas, existe una tendencia emergente en la economı́a global para construir sistemas
digitales de gestión de relaciones con los clientes. Esta tendencia es más evidente en la
industria de las telecomunicaciones, donde las empresas se digitalizan cada vez más. La
predicción de la pérdida de clientes es una caracteŕıstica principal de las telecomunica-
ciones modernas.

Esta investigación lleva a cabo un estudio del mundo real sobre la predicción de la
rotación de clientes y propone el uso del impulso para mejorar un modelo de predic-
ción de la rotación de clientes. Este documento tiene como objetivo presentar técnicas
de mineŕıa de datos de uso común para la identificación de clientes que están a punto
de abandonar. Basándose en datos históricos, estos métodos intentan encontrar patrones
que puedan identificar posibles abandonos. Algunos de los algoritmos más conocidos uti-
lizados durante esta investigación son el análisis de regresión, los árboles de decisión, las
redes neuronales artificiales (ANN) entre otros. Los resultados muestran que, en el caso
del conjunto de datos utilizado, el XGBoost es el algoritmo clasificador más preciso al
identificar posibles abandonos.

Keywords: Churn, telecomunicaciones, aprendizaje automático, Python.
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Abstract

With the rapid growth of digital systems and associated information technologies,
there is an emerging trend in the global economy to build digital customer relationship
management systems. This trend is most evident in the telecommunications industry,
where companies are increasingly digitizing. Customer churn prediction is a key feature
of modern telecommunications.

This research conducts a real-world study of customer churn prediction and proposes
using momentum to improve a customer churn prediction model. This document aims
to introduce commonly used data mining techniques for identifying customers who are
about to leave. Based on historical data, these methods try to find patterns that can
identify potential dropouts. Some of the best known algorithms used during this research
are regression analysis, decision trees, artificial neural networks (ANN) among others.
The results show that, in the case of the data set used, the XGBoost is the most accurate
classifier algorithm when identifying possible dropouts.

Keywords: Churn, telecom, machine learning, Python.
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6.13. Importancia de las caracteŕısticas . . . . . . . . . . . . . . . . . . . . . . 29
6.14. Despliegue del modelo propuesto . . . . . . . . . . . . . . . . . . . . . . 30

VII
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Caṕıtulo 1

Introducción

El sector de las telecomunicaciones se ha convertido en una de las principales indus-
trias en los páıses desarrollados o páıses en desarrollo. El progreso técnico y el creciente
número de operadores elevaron el nivel de competencia en Colombia. Las empresas están
trabajando duro para sobrevivir en este mercado competitivo dependiendo de múltiples
estrategias. Se han propuesto tres estrategias principales para generar más ingresos [34]:
(1) adquirir nuevos clientes, (2) aumentar las ventas de los clientes existentes y (3) au-
mentar el peŕıodo de retención de los clientes. Sin embargo, al comparar estas estrategias
teniendo en cuenta el valor del retorno de la inversión de cada una, se ha demostrado que
la tercera estrategia es la más rentable [34], lo que demuestra que retener a un cliente
existente cuesta mucho menos que adquirir uno nuevo [27], además de considerarse mucho
más fácil que la estrategia de ventas adicionales.

La gestión de la rotación de clientes es uno de los principales desaf́ıos que enfrentan las
empresas en telecomunicaciones. La pérdida de clientes (también conocida como deser-
ción de clientes) es causada por un cambio en el gusto, falta de una estrategia adecuada
de relación con el cliente, cambio de residencia y varias otras razones.

La retención de clientes es uno de los principales pilares de crecimiento para productos
con un modelo de negocio basado en suscripción. La competencia es dura en el mercado
de las telecomunicaciones, donde los clientes son libres de elegir entre muchos proveedo-
res, incluso dentro de una categoŕıa de productos. Varias malas experiencias, o incluso
una, y un cliente puede renunciar. Y sinnúmero de clientes insatisfechos se agitan con
rapidez, tanto las pérdidas materiales como el daño a la reputación seŕıan enormes. [17]

En este trabajo, se pretende emplear técnicas del aprendizaje automático para contri-
buir a una empresa en el sector de telecomunicaciones a predecir la rotación de clientes
en el segmento postpago. Si las empresas pueden predecir de manera efectiva la deserción
de los clientes, pueden segmentar a aquellos clientes que tienen muchas probabilidades de
abandonar y proporcionarles mejores servicios. De esta manera, pueden lograr una alta
tasa de retención de clientes y maximizar sus ingresos.

1



CAPÍTULO 1. INTRODUCCIÓN 2

El rasgo principal del aprendizaje automático es construir sistemas capaces de encon-
trar patrones en los datos, aprender de ellos sin programación expĺıcita. En el contexto
de la predicción de abandono de clientes, estas son caracteŕısticas de comportamiento en
ĺınea que indican una disminución de la satisfacción del cliente al usar los servicios y/o
productos de la compañ́ıa [20].

Al igual que con cualquier tarea de aprendizaje automático, los especialistas en cien-
cia de datos primero necesitan datos para trabajar. Según el objetivo, los investigadores
definen qué datos deben recopilar. A continuación, los datos seleccionados se preparan,
preprocesan y transforman en una forma adecuada para construir modelos de aprendi-
zaje automático. Encontrar los métodos correctos para entrenar máquinas, ajustar los
modelos y seleccionar a los mejores artistas es otra parte importante del trabajo. Una
vez que se elige un modelo que hace predicciones con la mayor precisión, se puede poner
en producción [21].

El modelo propuesto debe tener la capacidad de identificar clientes de abandono y
luego encontrar las razones detrás del abandono para evitar la pérdida de clientes y pro-
porcionar medidas para retenerlos.

El documento esta organizando de la siguiente manera, en la siguiente sección el Marco
Teórico. En el Caṕıtulo 3, el Estado del Arte, en el caṕıtulo 4, se presentan los objetivos.
En el Caṕıtulo 5 se describe la metodoloǵıa. En el Caṕıtulo 6 se presentan los resultados
y finalmente se presentan las discusiones y conclusiones.



Caṕıtulo 2

Marco Teórico

2.1. Churn

El churn (o la deserción de clientes) es una tendencia de los clientes a abandonar una
marca y dejar de ser un cliente que paga en un negocio en particular. El porcentaje de
clientes que dejan de usar los productos o servicios de una empresa durante un peŕıodo
de tiempo particular se denomina tasa de abandono (abandono) de clientes.

Una de las formas de calcular una tasa de abandono es dividir el número de clientes
perdidos durante un intervalo de tiempo determinado por el número de clientes adqui-
ridos, y luego multiplicar ese número por el 100 por ciento. Por ejemplo, si obtuvo 150
clientes y perdió tres el mes pasado, su tasa de rotación mensual es del 2 por ciento.

2.2. Churn en Colombia

La industria móvil presenta altos niveles de competencia. En todas partes del mundo
se disputan entre los principales operadores que prestan el servicio, con el propósito de
tener una mayor cuota de mercado [16].

Al término del tercer trimestre de 2019, el total de ĺıneas de telefońıa móvil en Colom-
bia alcanzó los 65,1 millones, el número de ĺıneas de telefońıa móvil en la modalidad de
prepago alcanzó los 51,3 millones, mientras que las ĺıneas en postpago alcanzaron los 13,9
millones [8], lo cuál representa una penetración que crece año a año, tomando partida de
este hecho, existen compañ́ıas de telefońıa móvil que ofrecen este servicio para que los
usuarios puedan adquirir productos que permitan comunicarse no solo a través de llama-
das o mensajes de texto sino también del uso de datos. Estas empresas se distribuyen la
participación en el mercado lo cuál crea una competencia entre ellas para adquirir nuevos
clientes y sobre todo, mantener y fidelizar los que cada compañ́ıa tiene, por lo tanto, es
importante que los participantes de este sector dispongan de estrategias que vayan más
de allá de suministrar un servicio de calidad.

3



CAPÍTULO 2. MARCO TEÓRICO 4

Indicadores como la cantidad de portaciones y la tasa de desafiliación de los usuarios,
o “Churn”, son variables del dinamismo del mercado de telefońıa móvil en Colombia. En
la Figura 2.1 se evidencia que el churn desde el 2014 a 2018 oscila entre 4,8 % y 5,0 %.
También se observa que los periodos de crecimiento de la tasa de churn se presenta en
los primeros meses del año y en los últimos trimestres de cada año el churn tiende a
disminuir [30].

Figura 2.1: Número de portaciones y churn de la telefońıa móvil en Colombia

Fuente: Elaboración CRC. Colombia TIC-MinTIC y Administración Base Centralizada [8]

2.3. Aprendizaje automático

El aprendizaje automático es el subcampo de la inteligencia artificial que se ocupa
del diseño y desarrollo de algoritmos que permiten que las computadoras aprendan. El
proceso de aprendizaje se compone de extraer automáticamente reglas y patrones de los
datos. El aprendizaje automático está estrechamente relacionado con campos como la mi-
neŕıa de datos, estad́ısticas, reconocimiento de patrones, etc. Uno de los campos Mineŕıa
de datos es el proceso de extracción de patrones ocultos de los datos. A medida que se
recopilan más datos, con la cantidad exponencial de datos registrados todos los d́ıas, este
campo gana cada vez más popularidad, se está convirtiendo en una herramienta cada vez
más importante para transformar estos datos en información, se usa comúnmente en una
amplia gama de aplicaciones, como el marketing , detección de fraude y descubrimiento
cient́ıfico [22].

El aprendizaje automático permite el análisis de cantidades masivas de datos. Si bien
generalmente ofrece resultados más rápidos y precisos para identificar oportunidades ren-
tables o riesgos peligrosos, también puede requerir tiempo y recursos adicionales para
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capacitarlo adecuadamente. La combinación de aprendizaje automático con IA y tecno-
loǵıas cognitivas puede hacerlo aún más efectivo en el procesamiento de grandes volúmenes
de información.

Los algoritmos de aprendizaje automático a menudo se clasifican como supervisados
o no supervisados [31].

2.4. Los algoritmos supervisados

Los algoritmos supervisados de aprendizaje automático pueden aplicar lo aprendido
en el pasado a nuevos datos utilizando ejemplos etiquetados para predecir eventos futuros.
A partir del análisis de un conjunto de datos de entrenamiento conocido, el algoritmo de
aprendizaje produce una función inferida para hacer predicciones sobre los valores de
salida. El sistema puede proporcionar objetivos para cualquier entrada nueva después
de una capacitación suficiente. El algoritmo de aprendizaje también puede comparar su
salida con la salida correcta e intencionada y encontrar errores para modificar el modelo
en consecuencia [31].

2.4.1. Algunos algoritmos de predicción

Regresión Loǵıstica

La regresión loǵıstica es el modelo que predice la probabilidad de que una muestra
pertenezca a una clase determinada, la variable dependiente es binaria. La regresión
loǵıstica es una prueba predictiva que se utiliza para describir la relación entre un conjunto
de variables independientes y una variable binaria dependiente. Para el abandono de
clientes, se ha utilizado una regresión loǵıstica para estimar la probabilidad de abandono
en función del conjunto de caracteres o variables de los clientes [29]. De acuerdo con
Hassouna et al [13], la regresión loǵıstica también se usa para encontrar la probabilidad de
ocurrencia de abandono de clientes. Las fórmulas matemáticas para la regresión loǵıstica
son las ecuaciones (2.1), (2.2) y (2.3):

p(y = 1|x1, . . . , xn) = f(y) (2.1)

f(y) =
1

(1 + e−y)
(2.2)

y = β0 + β1x1 + β2x2 + · · ·+ βnxn (2.3)

Donde:
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y es la variable objetivo para cada individuo (cliente en el modelo de churn), y es
una etiqueta de clase binaria (0 o 1).

β0 es una constante.

βi es el peso que se le da a la variable espećıfica xi asociada a cada cliente j
(j = 1, . . . ,m).

x1, . . . , xn son las variables predictoras para cada cliente j, a partir de las cuales se
va a predecir y.

Los conjuntos de datos de los clientes se analizan para formar las ecuaciones de regre-
sión. Luego se lleva a cabo un proceso de evaluación para cada cliente en el conjunto de
datos. Un cliente puede estar en riesgo de abandono si el valor p para el cliente es mayor
que un valor predefinido.

K-vecinos más cercanos

K vecino más cercano es un método de clasificación muy utilizado. El clasificador KNN
clasifica nuevos casos basándose en las medidas de similitud de los casos disponibles. La
medida de similitud corresponde a funciones como la distancia. Un caso se clasifica en
función de la mayoŕıa de los puntos de datos del vecindario. La distancia entre los puntos
de datos se calcula utilizando la función de distancia euclidiana.

D =

√√√√ k∑
i=1

(xi − yi)2 (2.4)

Donde D es la función de distancia y x e y corresponden a los puntos de datos.

La función de distancia anterior se aplica solo para variables continuas, las variables
categóricas usarán la distancia de Hamming.

DH =
k∑
i=1

|xi − yi| (2.5)

En la ecuación anterior, si los valores de x e y son iguales, la función de distancia se
convertirá en cero; de lo contrario, el valor de DH es uno.

Bosques Aleatorios

El clasificador de bosque aleatorio, propuesto por Breiman [4]. Se puede utilizar tanto
para clasificación como para regresión. También es el algoritmo más flexible y fácil de
usar. Un bosque está compuesto por árboles. Se dice que cuantos más árboles tiene, más
robusto es un bosque. Los bosques aleatorios crean árboles de decisión sobre muestras de
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datos seleccionadas al azar, obtienen predicciones de cada árbol y seleccionan la mejor
solución mediante votación. También proporciona un indicador bastante bueno de la im-
portancia de la función.

Los pasos para crear el clasificador de bosques aleatorios se pueden resumir de la
siguiente manera:

Figura 2.2: Bosques Aleatorios

Análisis Discriminante Lineal

El análisis discriminante lineal (LDA), asume una relación lineal entre los predictores
y la variable de respuesta y, por lo tanto, produce una ĺınea de decisión lineal o ĺımite
de decisión. Espećıficamente, LDA busca modelar la distribución de los predictores, X,
para cada clase posible, y luego usa el teorema de Bayes para estimar la probabilidad
condicional de una observación perteneciente a cada clase, dados sus predictores [14].
Esta probabilidad condicional se define como

p(Y = k|X = x) (2.6)

Luego, la observación se asigna a la clase para la que la probabilidad condicional
anterior es mayor. El teorema de Bayes usa la probabilidad previa de una observación
que pertenece a la clase k-ésima, denotada πk, junto con la función de densidad estimada
de X, denotada fk(X) ≡ P (X = x|Y = k) para una observación de la clase k-ésima,
para estimar la probabilidad condicional posterior indicada anteriormente, de que una
observación pertenece a la clase k-ésima. Esta relación se muestra a continuación
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p(Y = k|X = x) =
πkfk(x)∑K
i=1 πifi(x)

(2.7)

Gaussian Naive Bayes

Naive Bayes (NB) es un conjunto de algoritmos de aprendizaje supervisado que apli-
can el teorema de Bayes con el supuesto “ingenuo” de independencia entre cada par
de caracteŕısticas [5] . Un clasificador NB calcula la probabilidad de que una instancia
determinada (ejemplo) pertenezca a una clase determinada. Dada una instancia X , des-
crita por su vector de caracteŕısticas (x1, . . . , xn), y una clase objetivo y , el teorema de
Bayes nos permite expresar la probabilidad condicional P (y|X) como un producto de
probabilidades más simples usando la suposición de independencia ingenua:

P (y|X) =
P (y)P (X|y)

P (X)

=
P (y)

∏n
i=1 P (xi|y)

P (X)

(2.8)

Dado que P (X) es constante para una instancia determinada, se usa la siguiente regla
para clasificar la muestra:

ŷ = arg maxyP (y)
n∏
i=1

P (xi|y) (2.9)

La estimación máxima a posteriori (MAP) se usa comúnmente para estimar los
parámetros en el modelo de Bayes ingenuo, incluidos P (y) y P (xi|y); la primera es la
frecuencia de muestras con clase y en el conjunto de entrenamiento. Además, el ingenuo
Bayes (GNB) de Gauss implementa la clasificación asumiendo la probabilidad de que las
caracteŕısticas sean gaussianas:

P (xi|y) =
1√

2πσ2
y

exp

(
−(xi − µy)2

2πσ2
y

)
(2.10)

donde los parámetros σy y µy se estiman por máxima verosimilitud.

Perceptrón Multicapa

Perceptron multicapa (MLP) es un algoritmo de aprendizaje supervisado que aprende
una función f(·) : Rm → Ro entrenando en un conjunto de datos, donde m es el número
de dimensiones para la entrada y o es el número de dimensiones para la salida. Dado
un conjunto de caracteŕısticas X = x1, x2, . . . , xm y un objetivo y, puede aprender un
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aproximador de función no lineal para clasificación o regresión. Es diferente de la regresión
loǵıstica, en que entre la capa de entrada y la de salida, puede haber una o más capas no
lineales, llamadas capas ocultas. La Figura 1 muestra un MLP de una capa oculta con
salida escalar.

Figura 2.3: MLP de una capa oculta

La capa más a la izquierda, conocida como capa de entrada, consta de un conjunto de
neuronas {xi|x1, x2, . . . , xm} que representa las caracteŕısticas de entrada. Cada neurona
de la capa oculta transforma los valores de la capa anterior con una suma lineal ponderada
ω1x1, ω2x2, . . . , ωmxm , seguido de una función de activación no lineal g(·) : R→ R− como
la función de bronceado hiperbólico. La capa de salida recibe los valores de la última capa
oculta y los transforma en valores de salida.

Gradient Boosting Machine

Gradient Boosting Machine es un poderoso algoritmo de aprendizaje automático en
conjunto que utiliza árboles de decisión [10].

Gradient Boosting tiene tres componentes principales:

Función de pérdida: el papel de la función de pérdida es estimar qué tan bueno
es el modelo para hacer predicciones con los datos dados. Esto podŕıa variar según
el problema en cuestión. Por ejemplo, si estamos tratando de predecir el peso de
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una persona en función de algunas variables de entrada (un problema de regresión),
entonces la función de pérdida seŕıa algo que nos ayude a encontrar la diferencia
entre los pesos predichos y los pesos observados. Por otro lado, si estamos tratando
de categorizar si a una persona le gustará una peĺıcula determinada en función de
su personalidad, necesitaremos una función de pérdida que nos ayude a comprender
qué tan preciso es nuestro modelo para clasificar a las personas a las que les gustó
o no. como ciertas peĺıculas.

Alumno débil: un alumno débil es aquel que clasifica nuestros datos pero lo hace
mal, tal vez no sea mejor que adivinar al azar. En otras palabras, tiene una alta tasa
de error. Por lo general, estos son árboles de decisión (también denominados tocones
de decisión, porque son menos complicados que los árboles de decisión t́ıpicos).

Modelo aditivo: este es el enfoque iterativo y secuencial de agregar los árboles
(estudiantes débiles) un paso a la vez. Después de cada iteración, debemos estar
más cerca de nuestro modelo final. En otras palabras, cada iteración debeŕıa reducir
el valor de nuestra función de pérdida.

XGBoost

El aumento de gradiente fue propuesto por primera vez por Friedman [9]. Este princi-
pio se modificó para los árboles de decisión, que Chen y Guestrin [7] utilizaron para crear
árboles de decisión potenciados por gradientes. Llamaron a su algoritmo ”XGBoost”.
XGBoost es sinónimo de aumento de gradiente extremo. XGBoost es una implementa-
ción de árboles de decisión potenciados por gradientes diseñados para la velocidad y el
rendimiento.

Es un método de aprendizaje supervisado y en conjunto que combina árboles para
proporcionar un modelo de aprendizaje automático más generalizable. El clasificador de
impulso generalmente construyó muchos números de árboles y promedió los resultados
para una mayor predicción. Los árboles generalmente se construyen uno tras otro, en los
que los errores se pueden refinar y corregir en el árbol anterior y centrarse en la mejora
de la precisión de la predicción en el siguiente árbol. Debido a su buena optimización
de caché, el clasificador XGboost produce buenos resultados en el modelo de predicción,
pero requiere más tiempo de entrenamiento para el proceso de iteración. Los clasificado-
res boost de XG manejan el conjunto de datos disperso en el que los valores faltantes se
manejan correctamente. El algoritmo de impulso XG proporciona un modelo de entrena-
miento y un rendimiento muy buenos para la predicción de la precisión.

El algoritmo de impulso XG aborda uno de los problemas clave en el aprendizaje de
árboles, que es encontrar la mejor división. Para este propósito, el algoritmo de refuerzo
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XG utiliza el algoritmo codicioso exacto. El algoritmo codicioso exacto se muestra en el
algoritmo 1.

Algorithm 1: Algoritmo codicioso exacto para la búsqueda dividida

Input: I, conjunto de instancias del nodo actual
Input: d, dimensión caracteŕıstica
Gain = 0
G =

∑
i∈I gi, H =

∑
i∈I hi

for k = 1 a m do
GL = 0, HL = 0.
for j en la ordenada (I, xjk) do
GL = GL + gj, HL = HL + hj
GR = G+GL, HR = H −HL

score = max(score,
G2

L

HL+δ
+

G2
R

HR+δ
− G2

H+δ
)

end for
end for

2.5. Los algoritmos no supervisados

los algoritmos de aprendizaje automático no supervisados se utilizan cuando la in-
formación utilizada para entrenar no está clasificada ni etiquetada. El aprendizaje no
supervisado estudia cómo los sistemas pueden inferir una función para describir una
estructura oculta a partir de datos no etiquetados. El sistema no encuentra la salida
correcta, pero explora los datos y puede extraer inferencias de conjuntos de datos para
describir estructuras ocultas a partir de datos no etiquetados [31].

2.6. Los algoritmos semi-supervisados

Los algoritmos de aprendizaje automático semi-supervisados se encuentran en algún
punto intermedio entre el aprendizaje supervisado y el no supervisado, ya que utilizan
datos etiquetados y no etiquetados para el entrenamiento, generalmente una pequeña
cantidad de datos etiquetados y una gran cantidad de datos no etiquetados. Los sistemas
que utilizan este método pueden mejorar considerablemente la precisión del aprendizaje.
Por lo general, el aprendizaje semi-supervisado se elige cuando los datos etiquetados
adquiridos requieren recursos calificados y relevantes para capacitarlos / aprender de
ellos. De lo contrario, la adquisición de datos no etiquetados generalmente no requiere
recursos adicionales [31].

2.7. Los algoritmos de refuerzo

Los algoritmos de aprendizaje automático de refuerzo son un método de aprendizaje
que interactúa con su entorno produciendo acciones y descubre errores o recompensas.
La búsqueda de prueba y error, y la recompensa retrasada son las caracteŕısticas más
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relevantes del aprendizaje por refuerzo. Este método permite que las máquinas y los
agentes de software determinen automáticamente el comportamiento ideal dentro de un
contexto espećıfico para maximizar su rendimiento. Se requiere una retroalimentación de
recompensa simple para que el agente aprenda qué acción es la mejor; Esto se conoce
como la señal de refuerzo [20].
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Estado del Arte

Desde la década de 1990, los investigadores en otros páıses han llevado a cabo una
gran cantidad de investigaciones sobre predicción de abandono de clientes de telecomu-
nicaciones y han producido abundantes resultados de investigaciones cient́ıficas [36].

En la India desarrollaron una investigación en el 2008, donde implementaron un méto-
do basado en la regresión ordinal para predecir el tiempo de abandono o la tenencia de los
clientes de telecomunicaciones móviles. La tenencia del cliente se trata como una variable
de resultado ordinal y la regresión ordinal se usa para modelar la tenencia y los resulta-
dos que obtuvieron con esta técnica concluyeron que podŕıa ser una técnica alternativa
para el análisis de supervivencia para la predicción del tiempo de abandono de clientes
móviles [11].

Para el año 2014 en Corea del Sur propusieron un modelo de aprendizaje h́ıbrido para
predecir el abandono en las redes de telecomunicaciones móviles. Los resultados mostra-
ron que el nuevo modelo h́ıbrido es más preciso que los métodos individuales. [24]

En otra investigación en el 2016, se aplicó la técnica del árbol de decisión para cons-
truir un modelo que incorpore este conocimiento de las caracteŕısticas de los clientes
abandonados [15]. Al igual que en otro estudio aplicaron técnicas análogas en conjun-
to con algoritmos de búsqueda armónica que buscan los parámetros importantes, con
el objetivo de superar las deficiencias de los modelos comunes de predicción de aban-
dono de clientes de telecomunicaciones [18]. Este modelo compara las combinaciones de
parámetros que se optimizarán en el algoritmo del modelo de integración de árbol de
decisión de gradiente con la armońıa sintetizada en el algoritmo de búsqueda armóni-
ca. Los resultados experimentales muestran que el modelo combinado tiene una mayor
precisión de clasificación que la regresión loǵıstica, la máquina de vectores de soporte
y el bosque aleatorio, y puede proporcionar un buen soporte de decisión para los prin-
cipales operadores de telecomunicaciones en el proceso de gestión de abandono de clientes.

Sin embargo, se han desarrollado otros estudios utilizando modelos de predicción de
abandono de clientes donde se utilizan tres algoritmos de aprendizaje automático, Re-

13
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gresión loǵıstica, Naive Bayes y Árbol de decisión. Los rendimientos de los modelos se
evaluaron utilizando la matriz de confusión utilizando tres muestras de datos diferentes.
El modelo con redes neuronales brinda una precisión del 96.7 % en el proceso de prueba [6].

En el 2019 se proponen el modelo RandomForest que clasifica los datos de los clien-
tes [32]. El modelo de predicción de abandono propuesto se evalúa utilizando métricas,
como precisión, recuperación, medida f y curva ROC. Los resultados revelan que el mode-
lo de predicción de abandono produjo una mejor clasificación de abandono utilizando el
algoritmo de RF y el perfil del cliente utilizando el agrupamiento de k-medias. Además,
también proporciona factores detrás de la rotación de los clientes a través de las reglas
generadas mediante el uso del algoritmo clasificador seleccionado por atributo.

Ahmad [1] presentó una metodoloǵıa avanzada de mineŕıa de datos de un modelo de
predicción de abandono que ayude a los operadores de telecomunicaciones a predecir los
clientes que probablemente estén sujetos a abandono. El modelo desarrollado en este tra-
bajo utiliza técnicas de aprendizaje automático en la plataforma de Big Data y crea una
nueva forma de ingenieŕıa y selección de caracteŕısticas. Para medir el rendimiento del
modelo, se adopta la medida estándar del Área bajo la curva (AUC), y el valor de AUC
obtenido es del 93,3 %. Otra contribución principal es utilizar la red social del cliente
en el modelo de predicción mediante la extracción de las funciones de Análisis de redes
sociales (SNA).

Se han propuesto varios modelos predictivos en la literatura para la predicción de
abandono. La eficiencia de cualquier modelo de predicción de abandono depende en gran
medida de la selección de atributos del cliente (selección de caracteŕısticas) del conjunto
de datos para la construcción de su modelo. Dado que los algoritmos de aprendizaje pro-
fundo automáticamente presentan buenas caracteŕısticas y representación para los datos
de entrada, Umayaparvathi [33] investigó sus aplicaciones para el problema de predicción
de abandono de clientes. Llevo a cabo tres arquitecturas de redes neuronales profundas y
construyó el modelo de predicción de abandono correspondiente utilizando dos conjuntos
de datos de telecomunicaciones. Los resultados experimentales muestran que los modelos
basados en el aprendizaje profundo funcionan tan bien como los modelos de clasificación
tradicionales.

En Chile implementaron un modelo de comportamiento de fuga para clientes de tele-
fońıa móvil pospago que consideró el efecto de la actividad de la red de contactos. Utilizó
estas variables como entrada en modelos predictivos de Regresión Loǵıstica y Árboles de
Decisión. Los resultados muestran que el mejor modelo es un Árbol de Decisión, el cual
logra tener un 41 % de exactitud en la predicción y una sensibilidad del 73 % [26].

En el contexto colombiano existen contadas publicaciones respecto al tema, una de
ella es un estudio donde se analizan los datos de una muestra de clientes, en una de las
cinco compañ́ıas más importantes de telefońıa móvil en Colombia, a través del aprendi-
zaje supervisado, se aprovechan los datos históricos de clientes etiquetados como fugados
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y también como activos, para construir un modelo que permita hacer una clasificación de
los usuarios que presenten churn en el segmento prepago [2]. En contraste para el seg-
mento postpago no se encuentra publicaciones cient́ıficas ya que por conflicto de interés
de las empresas, divulgar esta información a corto plazo resulta imposible.

Basado en una gran cantidad de resultados de investigaciones cient́ıficas extranjeras,
se concluye que la investigación del modelo de predicción de abandono de clientes de
telecomunicaciones se divide principalmente en dos etapas [36]: en primer lugar, el mo-
delo de predicción estad́ıstica y de aprendizaje automático se usa comúnmente, incluido
el árbol de decisión, Clasificación bayesiana, regresión loǵıstica, análisis de conglome-
rados, red neuronal artificial, algoritmo de máquina de vectores de soporte, etc. En la
segunda etapa, se utiliza principalmente el modelo de predicción de aprendizaje integrado
relativamente maduro, incluido el algoritmo de embolsado y el algoritmo de promoción
(refuerzo), algoritmo de árbol de decisión de aumento de gradiente [32].
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Cita Técnica aplicada Resultados

[32]

Evaluaron el rendimiento de los siguientes algoritmos:
Random Tree, J48, Random Forest , Decision Stump,
AdaboostM1 + Decision Stump, Bagging+Random Tree,
Näıve Bayes , Multilayer Perceptron , Logistic
Regression, IBKandLWL.

Random Forest y J48 produjeron un mejor resultado
de medición de F que es del 88 %.

[24]
Técnica Hı́brido Regresión loǵıstica
Algoritmo ANN Perceptron votado.

La evaluación del modelo muestra que su precisión es
mayor que cuando se usa un solo modelo.

[33]

Implementaron arquitecturas de redes neuronales profundas
Small Feedforward Neural Network (SFNN)Large
Feedforward Neural Network (LFNN)
Convolutional Neural Networks (CNNs)

Los resultados experimentales muestran que los modelos
de aprendizaje profundo funcionan igual de bien que los
clasificadores tradicionales como SVM y el bosque
aleatorio.

[32]

El modelo desarrollado en este trabajo utiliza técnicas de
aprendizaje automático en la plataforma de Big Data cuatro

algoritmos: Árbol de decisión, Bosque aleatorio, Árbol de
máquina potenciado por gradiente “GBM” y Potenciador
de gradiente extremo “XGBOOST”.

los mejores resultados se obtuvieron aplicando el algoritmo
XGBOOST.

[11]
Árboles de Decisión
Regresión Loǵıstica

Los resultados muestran que el mejor modelo es un Árbol
de Decisión, el cual logra tener un 41 % de exactitud en la
predicción y un sensitivity del 73 %, lo cual indica que la
proporción verdaderos positivos (fugados) que el modelo
clasifica es buena.

[26]
Regresión Loǵıstica, Redes Neuronales,Máquinas de soporte
vectorial SVM

El método de clasificación SVM ofrece una tasa de error
mas baja con respecto a los otros métodos, con una
precisión fuera de la muestra del 12.14 %, escogiendo
éste como el clasificador adecuado entre los que se
evaluaron.

[2]
Análisis Clúster Jerárquico, Modelo de Regresión loǵıstica
Funcional múltiple

El modelo presenta valores altos de sensibilidad,
especificidad y Exactitud

[6]

En este estudio se utilizan tres algoritmos de aprendizaje

automático Regresión loǵıstica, Naive Bayes y Árbol de
decisión.

El modelo ANN final proporciona una precisión del 96,7 %
en el proceso de prueba. También ofrece una alta precisión
cuando se compara con otros algoritmos de mineŕıa de datos.
Pero los resultados experimentales en este estudio muestran
múltiples algoritmos para la predicción de abandono que
brindan un mayor rendimiento que un solo algoritmo.

[18]

El modelo de predicción que implementaron para el
abandono de clientes de telecomunicaciones esta
basado en el algoritmo HS-GBDT. Este modelo compara
las combinaciones de parámetros que se optimizarán en el
algoritmo GBDT con la armońıa sintetizada en el
algoritmo HS.

Los resultados experimentales muestran que el modelo
combinado tiene una precisión de clasificación más alta que
la regresión loǵıstica, la máquina de vectores de soporte
y el bosque aleatorio,puede proporcionar un buen soporte de
decisión para los principales operadores de
telecomunicaciones en el proceso de gestión de abandono
de clientes.

Tabla 3.1: Comparativo art́ıculos

En la presente trabajo se diferencia de las otras investigaciones de la tabla 3.1 en
varios aspectos, primero en la cantidad de variables disponibles para realizar el modelo,
aunque en algunos de los estudios mencionados anteriormente implementaron modelos
h́ıbridos en contextos diferentes a la naturaleza del mercado de telecomunicaciones co-
lombiano, por tanto este proyecto al implementar un modelo h́ıbrido que busque predecir
el comportamiento de fuga en clientes de telefońıa móvil con contrato es novedoso para
el impacto de dicho fenómeno para el caso de la empresa quien suministra los datos.
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Objetivos

4.1. Objetivo General

Implementar y evaluar un modelo de aprendizaje automático que permita identificar
los clientes propensos a presentar churn en el segmento postpago, a través de la recopi-
lación de datos históricos.

4.2. Objetivos espećıficos

Caracterizar los clientes que presentan churn y los que permanecen.

Determinar las variables de mayor incidencia en la decisión de churn de clientes.

Comparar al menos cuatro tipos de modelos que expongan un sistema clasificación
con el propósito de elegir el modelo más óptimo.

Implementar el modelo predictivo, aplicable para la calificación de riesgo de churn.

17
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Metodoloǵıa

En el ámbito de la metodoloǵıa CRISP-DM, se establece las diferentes etapas para el
desarrollo de los objetivos propuesto en el presente trabajo. Como se observa en la Figura
5.1.

Figura 5.1: Diagrama de proceso que muestra la relación entre las diferentes fases

Fuente: CRISP-DM: Towards a standard process model for data mining (2000) [35]
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5.1. Comprensión del negocio

Teniendo en cuenta que el objetivo principal del modelo es la predicción de churn
para los clientes de la compañ́ıa, por lo tanto, el criterio de éxito del modelo es que se
logre determinar a partir de los datos existentes los patrones en común para reconocer
un cliente que pueda estar en riesgo de desistir del servicio de telefońıa móvil postpago
suministrado por la empresa, esto con el propósito de apoyar las estrategias de retención
y fidelización de los usuario. La principal fuente de datos con la que se cuenta es la bodega
de datos de la compañ́ıa.

5.2. Compresión de los datos

Se revisa inicialmente la colección completa de datos, se seleccionan las variables que
llegan hacer útiles, se realiza una exploración de los campos seleccionados con el fin de
determinar con qué tipo de datos estamos trabajando, es decir, hay diferentes tipo de
datos como lo pueden ser valores numéricos, datos booleanos, cadenas de caracteres,
fechas, habiendo definidos esto aseguramos que vamos a trabajar con datos ı́ntegros y
con formato definido.

5.3. Preparación de los datos

Se realiza una caracterización de los datos existentes, para determinar la mejor forma
de programar las consultas SQL en la base de datos para realizar las transformaciones
que se requieran, y de esta manera se generen variables con calidad e integridad

5.4. Modelamiento

Las variables cualitativas se expresaron como frecuencias y porcentajes. Las variables
cuantitativas se expresaron como media, mediana y cuartiles. Los datos se procesaron con
análisis estad́ısticos utilizando Python. Las bibliotecas de Python relevantes incluyeron
el ecosistema SciPy, NumPy, Pandas y Sklearn entre otros.

Después de explorar en general los datos y exponer un análisis descriptivo preliminar,
se utilizó, la técnica denominada Eliminación de Caracteŕısticas Recursivas (Recursive
Feature Elimination-RFE), que busca repetir la construcción de un modelo de manera
de elegir el mejor rendimiento de una caracteŕıstica, entendiendo por esto las variables
independientes contenidas en la base de datos.

Luego se utilizaran 8 algoritmos de aprendizaje automático: Regresión Loǵıstica, K-
vecinos más cercanos, Bosques Aleatorios, Análisis Discriminante Lineal, Naive Bayes,
Perceptrón Multicapa, Gradient Boosting Machine y XGBoost
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Para los algoritmos de aprendizaje de maquina supervisado se debe realizar una parti-
ción de los registros del dataset 70 % para capacitación de modelos y 30 % para validación
de modelos. Se ha utilizado la técnica conocida como validación cruzada, que consiste en
la separación en fragmentos train-test recursiva e iterativamente, y su utilización para la
obtención de las métricas con las que evaluamos los resultados.

5.5. Evaluación de resultados

En esta fase es fundamental para medir la calidad de las predicciones de lo modelos
implementados. Para esto se evalúa el rendimiento del modelo utilizando la matriz de
confusión, el área bajo la curva ROC (AUC), el Precision Score, el Recall Score y el F1
Score sobre los conjuntos de datos de prueba.

5.6. Despliegue

En esta fase lo que se establece es la puesta en marcha del modelo predictivo de forma
recurrente e iterativa, que haga parte de los procesos en producción y reciba un monitoreo
constante tanto a su parte de infraestructura como su parte lógica y de configuraciones.
Se determina que el modelo hará una evaluación mensual de sus clientes. El resultado de
la predicción se publicará en el sistema de información a manera de base de datos donde
estará relacionado el identificador del usuario con su respectiva calificación de churn.
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Resultados

A continuación, se muestra el análisis del estudio incluyendo los datos más relevantes.
Se expone una breve descripción del trabajo, los métodos utilizado, el tamaño de muestra
y el resultado. De este análisis se van a obtener los resultados que posteriormente se com-
pararan entre si para extraer las conclusiones. Por ultimo el resultado aporta información
sobre la precisión de los métodos.

El conjunto de datos tiene 5.889.720 registros únicos, con 58 variables predictivas y 1
variable de respuesta (churn = si/no).

Se eliminan las caracteŕısticas que tienen más del 50 % de valores nulos en la columna.
Para las variables con menos del 5 % de valores nulos se eliminan los registros que no tienen
valores. Una vez terminado la limpieza de los datos se realiza el análisis descriptivo.

6.1. Análisis descriptivo de los datos

La base de clientes activos para el mes de agosto era de 5.783.219, en el mes de sep-
tiembre se presentaron 106.501 clientes que se dieron de baja voluntariamente, lo que
indica una tasa de churn voluntaria del 1,8 %.

De acuerdo al canal de activación mostrado en la figura 6.1a, evidencia que los clientes
que se activan por los canales Digital, Prepago y Telefónico Servicio presentan una tasa
porcentaje de churn mayor que el resto de los canales. La regiones Costa y Suroccidente
son las que mayor prevalencia de churn tienen como se puede observar en la figura 6.1b
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(a) Canal (b) Región

Figura 6.1: Canal y región según churn

Según el tipo de activación del cliente, el tipo de activación Reversión y Portabili-
dad presentan la tasa mas alta de churn con 2,7 % y 2,4 % respectivamente. Asimismo,
los clientes que son convergentes (servicios Fija-Móvil) presentaron una tasa de churn
levemente menor que los clientes que solamente tienen servicio móvil (véase la figura
6.2).

(a) Tipo activación (b) Tipo cliente

Figura 6.2: Tipo de activación y tipo de cliente según churn

Las variables intención de cancelación (3 meses antes de la baja) e interacción voz
al cliente negativa se relacionaron con el churn, en la figura 6.3 puede observarse que
los clientes que se dieron de baja el el 8,4 % tuvieron una intención de cancelación y el
4,1 % tuvieron interacción voz al cliente negativa. Mientras que los clientes que quedaron
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activos para ese periodo el 1,9 % tuvieron una intención de cancelación y el 1,9 % tuvieron
interacción voz al cliente negativa.

(a) Interacción 1 mes atrás (b) Intención 3 meses atrás

Figura 6.3: Interacción e Intención según churn

Los clientes que están activos y los que presentaron churn teńıan GB comprendidas
entre los 0 y 200 GB plan (sin tener en cuenta los clientes con plan datos ilimitados),
con un promedio de 10,08 GB para los clientes sin churn y un promedio de 9,5 GB, se
observó que sus cuartiles son iguales para ambos grupos (Tabla 6.1).

GB Plan
Churn mean N mı́n Q1 Q2 Q3 máx
No 10.08 5605659 0.0 4.0 7.0 15.0 200.0
Si 9.54 105336 0.0 4.0 7.0 15.0 200.0

Tabla 6.1: GB plan según churn

Con respecto al CFM no hay diferencias entre los clientes sin y con churn para el
periodo analizado (Tabla 6.2).

Valor CFM
Churn mean N mı́n Q1 Q2 Q3 máx
No 46727.33 5647324 0.0 36638.81 44984.78 53622.87 306282.92
Si 46025.99 106501 0.0 34969.62 44984.78 51661.56 251127.18

Tabla 6.2: Valor CF según churn

Existe diferencias de la permanencia en meses entre los usuarios sin y con churn. 1
de cada 2 usuarios con churn tiene 11,7 meses o menos. 1 de cada 2 usuarios sin churn
tiene 34,7 meses o más de permanencia, ver Tabla 6.3.
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Permanencia
Churn mean N mı́n Q1 Q2 Q3 máx
No 53.95 5647324 0.0 11.9 34.7 82.5 1447.9
Si 28.55 106501 0.0 3.6 11.7 35.0 308.4

Tabla 6.3: Permanencia según churn

6.2. Modelo

En el modelo de predicción de abandono, cuando la distribución de clases (etique-
ta) no es uniforme, llamamos al conjunto de datos desequilibrado. Tendŕıamos una clase
mayoritaria y una clase minoritaria. Al aplicar el algoritmo en un conjunto de datos de
clasificación desequilibrado, es muy probable que el algoritmo se clasifique incorrectamen-
te en la clase minoritaria. Podŕıa causar algunos problemas reducir la tasa de recuperación
de su modelo.

Por lo tanto, se requiere un nuevo muestreo cuando se trata de un conjunto de datos
desequilibrado. El submuestreo aleatorio es uno de los métodos más utilizados para tratar
muestras desequilibradas. Especialmente cuando tienes suficientes filas en tus conjuntos
de datos.

6.2.1. Selección de atributos

Luego de explorar en general los datos y exponer un análisis descriptivo preliminar,
se crearon los modelos propuestos. Para esto, se utilizo, en primer lugar, la técnica RFE.
En este caso las caracteŕısticas son intención de cancelación (3 meses antes de la baja),
interacción voz al cliente negativa, permanencia en meses, tipo de activación, región, tipo
de cliente, canal de activación y d́ıa corte facturación (Figura 6.4).

Figura 6.4: Selección de variables

6.2.2. Comparación de curvas ROC-AUC

Se aplicaron ocho modelos de aprendizaje automático y los resultados de los modelos
de predicción se informan a continuación.



CAPÍTULO 6. RESULTADOS 25

La matriz de confusión para el modelo de la regresión loǵıstica(Figura 6.5) indica
que el modelo entrega 44.452 valores correctos (Verdaderos positivos 1, y Verdaderos
negativos 0) y 19.435 errores (Falsos positivos 1, y falsos negativos, 0). La predicción del
desenlace según la Curva ROC fue 76,6 %.

(a) Matriz de confusión (b) Curva Roc

Figura 6.5: Matriz de confusión y Curva ROC Regresión logistica

El modelo K-vecinos más cercanos tuvo un desempeño, con una puntuación AUC
0,7304 y la matriz de confusión refleja que este modelo es el que tiene mayor valor de
falsos positivos, ver Figura 6.6.

(a) Matriz de confusión (b) Curva Roc

Figura 6.6: Matriz de confusión y Curva ROC K-vecinos más cercanos
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La Figura 6.7 muestra el gráfico de la curva ROC del algoritmo Bosques Aleatorios,
presenta un AUC de 0,7849, lo que valida el modelo como bueno. Adicionalmente, la
matriz de confusión muestra que en el conjunto de test para este modelo vaŕıa poco con
respecto a la clasificación del modelo de la regresión loǵıstica.

(a) Matriz de confusión (b) Curva Roc

Figura 6.7: Matriz de confusión y Curva ROC Bosques Aleatorios

Para el modelo Gaussian Naive Bayes se evidencia en la matriz de confusión una gran
cantidad de Falsos Negativos (11.965) comparado con la cantidad de Falsos Positivos
(7.940), también se puede observar que su AUC es de 0,7404, ver Figura 6.8.

(a) Matriz de confusión (b) Curva Roc

Figura 6.8: Matriz de confusión y Curva ROC Gaussian Naive Bayes
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El rendimiento del modelo Análisis Discriminante Lineal, no fue muy bueno, ya que
tuvo un ROC AUC de 0,766 siendo uno de los mas bajos. De acuerdo a la matriz de
confusión de la Figura 6.9, presenta una proporción de Verdaderos Negativos (20.506)
relativamente baja en relación con otros modelos.

(a) Matriz de confusión (b) Curva Roc

Figura 6.9: Matriz de confusión y Curva ROC Análisis Discriminante Lineal

Los resultados de la matriz de confusión pusieron en evidencia que el modelo Per-
ceptrón Multicapa, 7.966 en falsos positivos. EL modelo presentó un AUC de 0,7848.

(a) Matriz de confusión (b) Curva Roc

Figura 6.10: Matriz de confusión y Curva ROC Perceptrón multicapa

La matriz de confusión en la Figura 6.11 ilustra los resultados obtenidos del modelo
Gradient Boosting Machine, con la mayor cantidad de verdaderos positivos (25.162) que el
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resto de modelos, sin embargo la cantidad de Falsos negativos aumenta significativamente
con respecto a otros modelos. Las métricas que arroja este modelo en el conjunto de testeo
se aprecian en la Figura 6.11.

(a) Matriz de confusión (b) Curva Roc

Figura 6.11: Matriz de confusión y Curva ROC Gradient Boosting Machine

Para el modelo XGBoost, podemos observar en la figura 6.12 que el modelo propor-
ciona 49.434 valores correctos (Verdaderos positivos 1, y Verdaderos negativos 0) y 18453
errores (Falsos positivos 1, y falsos negativos, 0), Adicional presenta una AUC de 0,7854.

(a) Matriz de confusión (b) Curva Roc

Figura 6.12: Matriz de confusión y Curva ROC XGBoost

Los modelos que tuvieron un rendimiento significativamente mejor que los demás fue-
ron XGBoost, Gradient Boosting Machine, Bosques Aleatorios y Perceptrón Multicapa.
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En general, la variación de rendimiento entre estos cuatro modelos fue como máximo del
1 % para las métrica calculadas ROC AUC, Precision Score y Recall Score, es decir, los
modelos se comportaron de manera similar.

Como puede ver en los resultados, la puntuación AUC de XGBoost entre los ocho
modelos es la más alta. El puntaje AUC de Random Forest es el segundo más alto
Gradient Boosting Machine, pero desafortunadamente. El Naive Bayes y el K-vecinos más
cercanos las puntuaciones AUC son relativamente bajas, por lo que no son los mejores
modelos para este caso. La comparación de los ocho modelos se muestra a continuación,
Tabla 6.4:

Modelo ROC AUC Precision Score Recall Score F1 Score
GradientBoosting Classifier 0,7851 0,7328 0,6812 0,7061
MLPClassifier 0,7848 0,7492 0,6519 0,6972
RandomForestClassifier 0,7849 0,7334 0,6793 0,7053
XGBClassifier 0,7854 0,7413 0,6675 0,7025
LogisticRegression 0,7662 0,7490 0,6076 0,6709
GaussianNB 0,7488 0,7526 0,5783 0,654
KNeighborsClassifier 0,7304 0,6843 0,6709 0,6775
LinearDiscriminantAnalysis 0,7660 0,7548 0,5945 0,6652

Tabla 6.4: Resultados de la predicción

Dado que se ha seleccionado el modelo XGBoost, la importancia de la caracteŕıstica se
puede calcular en función de ese modelo como se muestra en la Figura 6.13. Se identifico
qué variables intención de cancelación (3 meses antes de la baja) e interacción voz al
cliente negativa son las más influyentes en el rendimiento de la predicción. Los que indica
que los clientes reincidentes en intención de cancelación son propensos a darse de baja
posteriormente.

Figura 6.13: Importancia de las caracteŕısticas
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6.3. Despliegue del modelo

Para la ejecución y despliegue del modelo con el área de operaciones se automatizo
todo el proceso a través de Talend, donde se abordar los pasos de generar la base de
clientes activos con las variables seleccionadas para el entrenamiento del modelo, después
aplicar el modelo con un scprit de Python, y nos conectamos desde Python directamente a
la base de datos en Netezza, luego generamos una base con los clientes de mayor riesgo con
el fin de gestionar estos clientes en campañas de fidelización. Adicionalmente, se genera
un informe automático en R Markdown donde describe algunas de las caracteŕısticas de
los clientes con mayor riesgo, ver Figura 6.14.

Figura 6.14: Despliegue del modelo propuesto
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Discusión

Durante el periodo analizado de la base activa cancelaron el servicio de postpago
106.501 clientes se presentaron, teniendo una tasa de churn del 1,8 %; páıses como Es-
paña algunos operadores como Vadafone o Más Móvil reportan una tasa de 1,5 % de
churn en el mes de mayo de 2018, sin embargo, Movistar presentar una tasa de churn
significativamente menor (0,9 %) [23], en Argentina entre distintas compañ́ıas la tasa de
bajas presentaron niveles cercano a 1,5 % [19].

Esta investigación se presentó la construcción de varios modelos de machine learning
con el propósito de predecir el churn. Estas técnicas se enmarcan en los algoritmos de
aprendizaje automático de clasificación. Este tipo de técnicas pueden ser muy útiles para
el pronóstico de este tipo de fenómenos, los resultados de los modelos evaluados se miden
principalmente por la puntuación de precisión el área bajo la curva ROC y la matriz de
confusión, ya que son las métricas más importantes para este caso de negocio.

La pérdida de clientes es un problema costoso para las compañ́ıas. La buena noticia es
que las técnicas de aprendizaje automático pueden resolver problemas de churn, haciendo
que la organización sea más rentable en el proceso. El modelo XGBoost función mejor en
términos de precisión y con la menor cantidad de Falsos Positivos y Falsos Negativos en
total, por tanto, fue el modelo elegido para ponerse en producción en el despliegue de la
propuesta del trabajo. El modelo se implementó con el software Python y se automatizo
de manera periódica generar la base con el riesgo de churn mensualmente. Sin embargo,
el escenario de implementar y olvidar no funcionará, los cient́ıficos de datos deben reali-
zar un seguimiento de los niveles de precisión de un modelo y mejorarlo si es necesario.
Predecir la rotación de clientes con aprendizaje automático e inteligencia artificial es un
proceso iterativo que nunca termina. Se monitorea el rendimiento del modelo y se ajusta
las funciones según sea necesario para mejorar la precisión cuando los equipos de atención
al cliente brinden comentarios o con nuevos datos disponibles.

Si bien el XGBoost posee un Recall Score de 0,6675 y un F1 Score 0,7025. Al compa-
rarlos con otros estudios, se encontró que el rendimiento del modelo XGBoost teńıa un
Recall Score de 0,798 y un F1 Score 0,582 [25], mostrando que tienen un mejor Recall
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Score que nuestro modelo, sin embargo, se evidencia una diferencia importante en F1
Score, con cifras notablemente inferiores.

En estudio relacionados con aplicación de aprendizaje automático para predecir el
churn en telecomunicaciones, en uno implementaron modelos como Support Vector Ma-
chine, Redes Neuronales Artificiales, Arboles de decisión y Regresión Loǵıstica donde
obtuvieron una precisión menor que los modelos que se desarrollaron en esta investiga-
ción [3]. Dichas diferencias pueden estar dadas por el contexto de los datos, dependiendo
de la información disponible de las caracteŕısticas y consumo del cliente, se puede obtener
modelos mas precisos. Mientras que Sabbeh [28] propuso en 2018 dos modelos con los
algoritmos Support Vector Machine y Arboles de decisión, obteniendo buenos resulta-
dos en la precisión de los modelos. Esto significa que para algunas ocasiones se pueden
desempeñar mejor unos modelos que otros en diferentes circunstancias, para el caso del
churn en telecomunicaciones se evidencia que funcionan bien los métodos podrán usarse
como herramientas predictivas en los estudios de churn en cualquier tipo de negocio que
sea de suscripción de servicios.

Para el desarrollo del modelo se utilizaron algunas caracteŕısticas para predecir la
deserción de los clientes postpago. Si bien el algoritmo que se eligió ofrece una vista sobre
qué caracteŕısticas contribuyeron más en la predicción. El peso de cada caracteŕıstica se
presenta en la figura 6.13. Se descubrió que los clientes que tuvieron interacción negativa,
reincidencia de intención de cancelación son los factores mas importantes debido a su
mayor peso en importancia en la predicción del modelo. La Tercera y cuarta caracteŕısti-
cas importantes son la permanencia del cliente y el tipo de activación, esto refleja que los
clientes que llevan poco tiempo en la compañ́ıa son mas propensos a darse de baja del
servicio postpago y en su gran mayoŕıa bajas que pasan a prepago dada su naturaleza de
activación (migración).

Los resultados del modelo propuesto por Ngurah Putu Oka [12], donde utilizaron el
algoritmo XGBoost, las principales caracteŕısticas importantes que contribuye a predecir
el abandono son estudio contrato mes a mes, Servicio de Internet y permanencia. Esto
muestras que la variable permanencia influye en el churn en diferentes páıses. Mientras
que en la investigación del año 2019 [1], las caracteŕısticas principales que aportan sig-
nificativamente en el modelo están relacionadas con las redes sociales, lo que indica que
para desarrollar modelos de aprendizaje automático para predecir el abandono de clientes
pueden implementarse diversos tipos de variables tantos como sea tengan disponibles.

Una limitación de nuestro trabajo es el desbalanceo de los datos. Esto se debe a que
la tasa del churn es bastante baja con respecto al total de la base activa de clientes.

Este estudio tiene como objetivo proporcionar un método para predecir la pérdida
de clientes a la empresa del caso y proporcionar información sobre las caracteŕısticas
importantes en la predicción de la pérdida de clientes. Con base en los resultados de
la investigación de este estudio, se concluyen que este objetivo se cumplió, ya que el



CAPÍTULO 7. DISCUSIÓN 33

XGBoost es capaz de predecir la rotación de clientes con alta precisión y las caracteŕısticas
que contribuyen a la rotación de clientes también se dieron a conocer con el algoritmo.
Adicional que se realizó el despliegue del modelo.



Conclusiones

Como se ha podido comprobar durante el estudio, la tasa de abandono de clientes es
una métrica que hay que tener muy en cuenta a la hora de realizar la estrategia empresa-
rial de la compañ́ıa, especialmente en el sector de empresas que trabajan con modelos de
suscripción. Si a la vez que se ganan clientes no existe una preocupación por retener a los
clientes actuales llegara el momento en el que las nuevas entradas sean cada vez más bajas
y el abandono se mantenga o incremente. Para solucionar este problema existen varias
técnicas de Data Mining que permiten analizar el churn Rate para aśı ver su porcentaje
y sus posibles causas. A través del aprendizaje automatizado podemos perfeccionar estos
métodos para que cada vez proporcionen resultados más precisos.

Muchos operadores móviles han utilizado técnicas de mineŕıa de datos como la re-
gresión y los árboles de decisión para superar problemas de rotación. Los resultados
experimentales realizados en este estudio muestran que el modelo de árbol de decisión
supera a todos los modelos de regresión loǵıstica examinados, incluido el modelo desa-
rrollado por un equipo de análisis de datos que trabaja en el operador de telefońıa móvil.
La conclusión es que el modelo de XGBoost son una técnica preferible para investigar la
pérdida de clientes. Más reflexivamente, Aunque la mineŕıa de datos proporciona infor-
mación muy útil sobre la rotación de clientes, las limitaciones son evidentes en relación
con importancia, causalidad, evolución de los datos, complejidad y agregación del mo-
delo. Para superar estas limitaciones nuevas formas de comprender y explorar los datos
pueden ser útiles.

Es importante definir las fuentes de datos y el peŕıodo de observación para tener una
imagen completa del historial de interacción con el cliente. La selección de las carac-
teŕısticas más significativas de un modelo influiŕıa en su rendimiento predictivo: cuanto
más cualitativo sea el conjunto de datos, más precisos son los pronósticos. Las empresas
con una gran base de clientes y numerosas ofertas se beneficiaŕıan de la segmentación
de clientes. El número y la elección de modelos ML también pueden depender de los
resultados de la segmentación. Los cient́ıficos de datos también necesitan monitorear los
modelos implementados y revisar y adaptar caracteŕısticas para mantener el nivel desea-
do de precisión de predicción.

Al tener la oportunidad de trabajar los algoritmos en el software Python se puede
deducir que es una herramienta muy poderosa para desarrollar modelos de aprendizaje
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automático. Como oportunidades de mejora se considera que la inclusión de variables
relacionadas con incidencias técnicas o problemas de facturación podŕıan aportarle bas-
tante al modelo ya que el set de variables actual no las contiene, en cuanto futuras ĺıneas
de trabajo se complementaŕıa el análisis predictivo con la generación de un dashboard
que permita tener una visual rápida y clara de los clientes potencial a cancelar el servi-
cio, facilitando la generación de estrategias de fidelización y la elaboración de campañas
proactivas que le permitan a la empresa disminuir el churn y mejorar su relación con el
cliente.

Para ĺıneas futuras de investigación en este estudio, se propone adicionar otras varia-
bles que puedan aportar a la predicción del modelo. Además, se puede poner la producción
del modelo en arquitectura nube con el fin de que el modelo pueda ejecutarse en tiempo
real, con el fin de que las campañas sean mas efectivas.
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