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Introduccion

Varias de las investigaciones que estan direccionadas por los datos se enfrentan a limi-
taciones tecnolégicas y cientificas, pero la falta de informacion consistente y confiable ha
ganado relevancia en algunos sectores. Ademas, se encuentran limitaciones juridicas y gu-
bernamentales en la divulgacién de informacion por razones de proteccion de datos, por lo
que esto conlleva a un atraso en el desarrollo de la investigacién en diferentes frentes como
son en la economia, educacion, banca, medicina y gobierno. Derivado de lo anterior, se pro-
pone desarrollar una herramienta con base en inteligencia artificial (IA) para la generacién
de datos sintéticos, siendo una prioridad para el sector financiero y el gobierno, pues esto
permite dar soluciones a interrogantes dificiles de responder por falta de informacién real y
consistente, asi mismo, a factores que son dificiles de cuantificar y de responder con criterios
y metodologias cientificas. Los datos sintéticos, como su nombre lo indica, parten de la re-
produccion de informacién artificial con base en datos histéricos o de fuentes confiables, para
ello se requieren tener fundamentos sélidos en ciencias como las Matemdticas, Estadisticas® y
Ciencias de la Computacion, el desarrollo conjunto crean axiomas de algoritmos de inteligen-
cia artificial (14)* que son un conjunto de conocimientos para abordar una tarea especifica
dado al aprendizaje automéatico (ML )3, el que permite crear informacién hipotética sintética
significativa por ayuda de simulaciones para ser analizada y comparada con datos reales.

La nueva generacién de informacién sintética o artificial genera nuevas propuestas meto-
doldgicas y herramientas para obtener informacién de alta calidad, dado a ello se responderan
interrogantes que no se podian dar respuesta y divulgacion de las técnicas aplicadas, por lo
que esto tendrda una gran relevancia en el sector bancario y el gobierno para la reduccion
de casos de presuntos sospechosos de lavado de activos y otras modalidades. En consecuen-
cia, uno de los retos consiste en encontrar informacién para determinar los parametros o
bondades probabilistas para la generacion de informacién sintética. Ademas, esto constituye
que la informacién que se genere no puede ser publicada dado a que la informacién que se
estd analizando es sintética o artificial por lo que no se puede realizar descriptivos o inferen-
cias de la poblacién. Adicionalmente, los beneficios de la generacién de informacion sintética
son muchos, pero a su vez no estan facil de reproducir nueva informaciéon, dado a que no
se cuentan con las propiedades y bondades probabilisticas de cada variable o se desconoce
dicha informacién. Por esta razén, se busca con esta metodologia identificar patrones o com-
portamientos sospechosos de lavado de activos los cuales estan definidos por la Unidad de
Informacién y Anélisis Financiero (UIAF).

Dado que las entidades bancarias y empresas del sector real no divulgan la informacion
para fortalecer los procesos de evaluacién de actividades delictivas, se busca recrear informa-

IEstadistica se encarga de la recoleccién, acopio y andlisis de informacién para optimizar los procesos de
toma de decisiones, utiliza un conjunto de funciones matematicas que describen su funcién y distribucién de
probabilidad cuyos pardmetros no son desconocidos.

2Inteligencia Artificial se define como un conjunto de conocimientos y de metodologias para desarrollar
por medio de algoritmos una tarea o funcién especifica.

3Machine Learning se define como el aprendizaje automético investiga cémo las computadoras y la in-
teligencia artificial permite a desarrollar técnicas para aprender o mejorar su rendimiento en funcién de los
datos, y optimizar su proceso en el descubrimiento de nuevos patrones dado a su aprendizaje. [9]


https://www.uiaf.gov.co/sistema_nacional_ala_cft/lavado_activos_financiacion_29271/lavado_activos
https://www.uiaf.gov.co/sistema_nacional_ala_cft/lavado_activos_financiacion_29271/lavado_activos

cién hipotética para ser empleada y analizada que permita mitigar los danos que genera el
lavado de activos y, en general, las actividades delictivas, cuantificables en dinero o danos al
buen nombre, por ejemplo, el sector financiero y sus problematicas de fraudes con tarjetas de
crédito, lavado de activos y financiacién del terrorismo, suplantacion de identidad, entre otros
de los que no se cuenta con informacién. Al igual que en la medicina con informacién alta-
mente sensible y confidencial, con la generacion de informacién sintética se puede reproducir
informacion hipotética con base a unos cuantos registros dado a una muestra significati-
va y asi poder realizar investigacién y desarrollo para encontrar avances en procedimientos
quirurgicos, tratamientos médicos o el descubrimiento de una nueva vacuna. Ademas, se ha
demostrado que la generacién de informacion sintética tiene el mismo nivel significativo es-
tadistico que con los datos reales, también a su vez reduce en costos en operativos, logisticos,
administrativos y con ello reducen el error de captura de la informacién y duplicidades.

La literatura no ha analizado conjuntamente el uso de informacién sintética y el lavado
de activos. Sin embargo, han sido varias las aproximaciones a las dos tematicas de manera
independiente. Frente al lavado de activos, se han usado metodologias de la economia con
modelos econométricos, microeconémicos y de teoria de juegos [13,17,21, 23,29, 30, 32-34].
También desde los sistemas complejos, la ciencia de datos y la ciencia de redes se ha modula-
do la corrupcién como un delito fuente del lavado de activos [14,20], el uso de redes sociales
y el perfilamiento en el comportamiento de lavado de dinero [5,27], asi como la combinacién
de metodologias para identificar las actividades de lavado de activos desde diferentes delitos
fuente [7,12]. Frente a la informacién sintética, algunos trabajos recientes se han concen-
trado en utilizar algunas metodologias de aprendizaje profundo para crear datos sintéticos,
especialmente, para datos médicos, un sector que ha avanzado considerablemente en el uso
de redes LSTM y GAN [3,15,28,39] para listar algunos. Sin embargo, son metodologias que
pueden ser usadas en diferentes tematicas como el reconocimiento facial, la construccion de
imégenes, asi como en la prediccion.

El presente trabajo de tesis busca proponer un algoritmo de inteligencia artificial para
generar informacién sintética, esto con el fin de poder monitorear transacciones con presuntos
factores de riesgo en lavado de activos y financiacién del terrorismo. Esto ayudaria a crear
metodologias de prevencion y control sin divulgar informacion sensible que afecten la integri-
dad de personas y empresas. De esta forma, el objetivo general es proponer una red neuronal
adversaria de Deep Learning para la generacion de informacién sintética de alta calidad por
aprendizaje supervisado. Ademas, se quiere contrastar por inferencia estadistica multivariada
la igualdad de la informacién real con la sintética. Adicionalmente, como objetivos especificos
se busca justificar la red neuronal adversaria de generacion de datos sintéticos y artificiales
para el lavado de activos; estimar y generar informacién sintética con la red neuronal ad-
versaria para el lavado de activos; contrastar la igualdad del vector de promedios entre el
conjunto de datos artificiales y la real; contrastar la igualdad de la matriz de covarianzas
entre el conjunto de datos artificial y la real y justificar la red neuronal adversaria para la
generacion de informacion sintética para banca y gobierno.

De esta forma, esta tesis estd estructurado de la siguiente forma: en la seccién (1), se
presentan los preliminares de lavado de activos y sus etapas, normatividad colombiana y
jurisprudencia. En la seccién (I7), se estructura el marco tedrico con algunas técnicas de



generacion de informacién sintética con técnicas de aprendizaje automatico y aprendiza-
je profundo. Ademas, redes neuronales adversarias generativas (GANg), andlisis estadistico
multivariado e inferencia en vector medias y matriz de varianzas y covarianzas. En la seccién
(II7), metodologia, preparaciéon esténdar de los procesos Crisp-DM para el entendimiento
del trabajo de grado, entendimiento de los datos, modelos y despliegue e implementacion de
lenguaje de open source. En la seccién (IV'), resultados, preparacién y generacién de informa-
cién sintética con redes neuronales adversarias generativas, pruebas de validacion de métricas
gradientes y pruebas de andlisis multivariadas. En la seccién (V'), discusién y conclusién, en
¢l se detalla del potencial que tienen las redes neuronales adversarias para la generacion de
informacion sintética para el lavado de activos del corresponsal no bancario.
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Capitulo 1

Preliminares del lavado de activos

El lavado de activos es el mecanismo de transformar el dinero proveniente de actividades
ilicitas y darle apariencia al dinero como legitimo, todo esto es posible como resultado a que
algunos intermediarios prestan su buen nombre para la creaciéon de empresas fantasmas y
realizar inversiones en establecimientos de comercio con facil acceso a liquidez. Estos recursos
provienen de actividades de bandas criminales dedicadas al narcotrafico, trata de personas y
trafico de armas. La unidad de informacién y anélisis financiero (UI AF') describe formalmente
el lavado de activos como:

El lavado de activos es el proceso mediante el cual organizaciones criminales
buscan dar apariencia de legalidad a los recursos generados de sus actividades
ilicitas. En términos practicos, es el proceso de hacer que dinero sucio parezca
limpio, haciendo que las organizaciones criminales o delincuentes puedan hacer
uso de dichos recursos y en algunos casos obtener ganancias sobre los mismos.

1.1. Etapas del lavado de activos

Darle apariencia de licito al dinero proveniente de actividades delictivas es un proceso del
cual pasa por una serie de etapas del lavado de activos que define un modelo por el grupo
de accion financiera internacional (GAF'T) , la primera etapa corresponde a la colocacién o
ingreso de dinero al sistema financiero, donde son depositados o transferidos cierta cantidad
de dinero por un nimero de personas indeterminadas o empresas fantasmas, la segunda etapa
corresponde a la intercalacion, es decir, a la apertura de cuentas bancarias en paraisos fiscales,
compra de empresas fantasmas y establecimientos de comercio y la tercera corresponde a la
integracion, donde todo el dinero depositado en cuentas regresan al dueno sin dejar rastro
alguno de dineros ilicitos dandole asi una legalidad al dinero sin ningtin problema dado a las
certificaciones de las entidades bancarias. Este flagelo genera repercusiones a la economia de
las cuales son, por ejemplo, el indice de inflacion, el cual corresponde a que en la economia
hay bastante dinero que incrementa los precios, a su vez puede afecta las tasas de interés y
el precio del dinero en la economia. Ademas, esto conlleva a cometer errores en la estimacion
y presupuesto de la economia licita. También, esto conlleva a que los dirigentes del pais
comentan errores en las politicas fiscales, publicas y de inversién gracias a dineros provenientes
de actividades ilicitas.
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1.2. Normatividad colombiana contra el lavado de
activos

Bajo la reglamentacién juridica en Colombia Cédigo Penal del Articulo 323 del Lavado
de Activos se contempla la proteccion y resguardo a la integridad de la nacién de dine-
ros provenientes de actividades ilicitas con 64 subyacentes y que conforme al cédigo penal
establece:

El que adquiera, resguarde, invierta, transporte, transforme, almacene, con-
serve, custodie o administre bienes que tengan su origen mediato o inmediato en
actividades de trafico de migrantes, trata de personas, extorsién, enriquecimien-
to ilicito, secuestro extorsivo, rebelion, trafico de armas, trafico de menores de
edad, financiacién del terrorismo y administraciéon de recursos relacionados con
actividades terroristas, trafico de drogas téxicas, estupefacientes, delitos contra
el sistema financiero, delitos contra la administracién piblica, contrabando, con-
trabando de hidrocarburos o sus derivados, fraude aduanero o favorecimiento y
facilitacién del contrabando, favorecimiento de contrabando de hidrocarburos o
sus derivados, en cualquiera de sus formas, o vinculados con el producto de deli-
tos ejecutados bajo concierto para delinquir, o les dé a los bienes provenientes de
dichas actividades apariencia de legalidad o los legalice, oculte o encubra la ver-
dadera naturaleza, origen, ubicacion, destino, movimiento o derecho sobre tales
bienes o realice cualquier otro acto para ocultar o encubrir su origen ilicito, incu-
rrird por esa sola conducta, en prisién de diez (10) a treinta (30) anos y multa de
mil (1.000) a cincuenta mil (50.000) salarios minimos legales mensuales vigentes.

La misma pena se aplicara cuando las conductas descritas en el inciso anterior se reali-
cen sobre bienes cuya extinciéon de dominio haya sido declarada. El lavado de activos sera
punible ain cuando las actividades de que provienen los bienes o los actos mencionados se
hubiesen realizado, total o parcialmente, en el extranjero. Las penas privativas de la libertad
previstas en el presente articulo se aumentaran de una tercera parte a la mitad cuando para
la realizacion de las conductas se efectuaren operaciones de cambio o de comercio exterior, o
se introdujeren mercancias al territorio nacional.

1.3. Lavado de activos en corresponsales no bancarios

Las entidades financieras que prestan un servicio en el pais se deben regir a la normativi-
dad colombiana y sus instituciones de control, las instituciones financieras crean mecanismos
y productos para facilitar que sus clientes tengan un servicio de calidad con el objetivo de
que sean mas practicos, seguros y menos tiempo en largas filas, por lo cual ciertas entidades
financieras prestan el servicio de corresponsal no bancario en establecimientos de comercio
ubicados en supermercados de cadena, farmacias, entre otras. El sistema financiero colom-
biano bajo la supervisién y regulacion con el Ministerio de Hacienda y crédito piblico habilito
la prestacion de estos servicios financieros bajo esta modalidad, en el que la entidad finan-
ciera debe vigilar y controlar los recursos de los establecimientos de comercio donde exista
un servicio de corresponsal no bancario. El corresponsal no bancario es un establecimiento
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comercial en nombre propio de persona natural o juridica bajo acuerdos firmados y responsa-
bilidad de ambas partes, su objetivo es de la prestacién del servicio financiero en nombre de la
entidad financiera bajo una terminal electrénica asignada por la institucién financiera Titulo
IX de la parte 2 del Decreto 2555 de 2010 del Ministerio de Hacienda y Crédito Publico. Sin
embargo, los corresponsales no bancarios son sujetos de sufrir este flagelo por medio de sus
servicios transaccionales de depdsito y retiro de pequenas sumas de dinero sin generar alertas
en el sistema financiero.

Segun [12], presenta un articulo con una propuesta innovadora empleando metodologias
de aprendizaje automatico no supervisado contra el lavado de activos en corresponsales no
bancarios en una ciudad intermedia de Colombia durante 2019; en el busca identificar ano-
malias o transacciones sospechosas para cuantificar el riesgo e identificar el presunto delito
de la transaccién dado a un conjunto de datos reales. Adicionalmente, emplea una serie
de técnicas bésicas para la caracterizar los datos empleados y generando asi estadisticas de
comportamiento transaccional para analizar su estructura y a su vez dos algoritmos de apren-
dizaje no supervisados y supervisado.

El primer algoritmo llamado Isolate Forest, esta basado en arboles de decision, su objetivo
en la aplicacién consiste en que el algoritmo define el perfil de que son datos promedio y
luego aislar los que no lo son, pero Isolation Forest usa el enfoque opuesto para detectar
anomalias, es decir, aisla datos inusuales de forma inmediata. El segundo algoritmo llamado
méquinas de soporte vectorial (msv), es un clasificador lineal basado en el principio de
maximizacion por hiperplanos, realiza la tarea de clasificacion o de regresiéon mediante la
construccién de los hiperplanos, en el separa de manera 6ptima los datos en forma de mapeo
para casos de dos o mas categorias, su objetivo fue realizar una tarea de clasificacion para
poder determinar y mapear las caracteristicas del conjunto de datos del corresponsal no
bancario, identificando asi observaciones sospechosas en transacciones y rango de dineros de
baja cuantia pero frecuencias altas para las mismas cuentas de interés [12].

1.4. Deteccién de operaciones sospechosas de lavado de
activos

Segun [8], el lavado de activos contrae consecuencias negativas a una sociedad, las enti-
dades financieras trabajan para superar este flagelo y desarrollan metodologias de sistemas
antilavado de dinero. Por lo anterior, se identifican falsos positivos que se obtienen a partir
de dichos sistemas, los cuales representan para las entidades financieras pérdidas de dinero
y tiempo, al no tratar las verdaderas operaciones inusuales. La identificacion de los falsos
positivos en una edentidad financiera es dificil de hallar, dado a que son etiquetados como
posiblemente operaciones sospechosas inusuales en sus canales transaccionales, esto a su vez
conlleva a que las organizaciones tengan un control y una planificaciéon en realizar inversio-
nes millonarias para la proteccion, mitigacion de lavado o fraudes. La propuesta de trabajo
de investigacion surge del punto de partida de la alta produccion de los falsos positivos y
problematicas que conllevan el dano del buen nombre de un cliente u organizacion.

Segun [8], la metodologia corresponde en realizar un andlisis detallado por modelos de
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aprendizaje automatico y métricas de validacion bésicas, en la cual se busca identificar el me-
jor modelo probabilistico dado a una serie de variables de interés y criterio por el experto que
son informacion relevante por los 6rganos de control. En él se busca ciertas variables que den
un aporte significativo y estadistico para poder asi realizar un analisis de caracterizacion e
identificacién de patrones inusuales, para esto se emplearon variables como son los montos de
dinero de entrada y salida en cuentas, descripcion de la cuenta de ahorros o corriente, titulos
de valor, frecuencias de tiempo por cada transaccion realizada, tipo de transaccién de efectivo
o transferencia electronica, periodo de tiempo en dias, mes, ano y horas, estados financieros
de las personas naturales o juridicas, actividad econémica y créditos desembolsados. con esto
se procedié a realizar la separacion de dos conjuntos de datos una para entrenamiento que
corresponde al 40 % y de validacién de prueba el restante del 60 %, en él se identifica que
la variable dependiente esta altamente desbalanceada por lo cual se procede a realizar un
balance y equilibrar las cargas en ambas bases. ademas, los modelos empleados de apren-
dizaje son redes bayesianas dinamicas, redes neuronales con funcién de activacién de base
radial, maquinas de Soporte vectorial, clister de dos fases, maximizacién de la esperanza,
coincidencia de secuencia y arboles de decisiéon. Dada la estimacion y prueba de la eficiencia
de los modelos, se determiné que el mejor modelo con un alto desempeno fue el algoritmo de
maquinas de soporte vectorial con respecto a los demads, generando asi tasas confiables que
garantizan su desempeno y la adecuada clasificacién. La propuesta de metodologia consiste
en determinar las covariables a emplear, luego, determinar el mejor modelo y por tltimo
consiste en realizar una nueva estimacion con arboles de decision de la clasificacion de los
registros validados, por lo cual fue refinado y la obtencién de mejores resultados [8].

1.5. Deteccion de casos sospechosos de lavado de dinero
en banca de inversién

El lavado de dinero representa una amenaza para las instituciones financieras. Los delin-
cuentes dia a dia desarrollan nuevas metodologias y mejoran las formas de lavar dinero en
el sector financiero, dandole asi una nueva oportunidad para beneficiar las estructuras crimi-
nales [19]. A través de los anos, las entidades financieras crean técnicas y metodologias para
prevenir el lavado de dinero con estadisticas robustas de técnicas de mineria de datos, en ellas
se permiten analizar grandes conjuntos de datos transaccionales que incluyen clientes, cuen-
tas, productos, geografia y tiempo para la identificacién de patrones sospechosos e inusuales,
por lo cual ayuda a mitigar el flujo de dinero ilegal. Sin embargo, estas metodologias son mas
o menos enfocados para el mundo del efectivo y que no esta bien definidos los parametros
para los portafolios de inversion y las actividades de inversiéon y banca de inversion.

La propuesta de abordar y de proponer algoritmos de agrupacion y clasificacion para un
marco de datos de actividades corresponden a cuatro niveles de analisis que son transacciones,
cuentas , institucién y multiples instituciones, donde los primeros tres niveles transacciones,
cuentas e instituciéon son los mas importantes para la extracciéon de conocimiento y generar
nuevo conocimiento, donde la cuarta etapa de multiples instituciones depende de sus politicas.
Los conjunto de datos se dividieron en dos grupos que corresponden a inversores individua-
les y corporativos dado a la diferencia de su comportamiento transaccional, el proceso de
reduccion de dimensionalidad dado a los parametros establecidos y propuestos permiten de
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seleccionar las variables que influyen en el andlisis, donde la segmentacion identifica grupos
y caracteristicas diferentes entre ellos, y con estos grupos definidos se realizan clasificaciones
y determinar los presuntos casos de lavado de dinero en la banca de inversién [19].

1.6. Redes neuronales convolucionales por grafos en
bitcoin para el antilavado de dinero

Segun [35], las regulaciones contra el lavado de dinero juegan un papel critico en salva-
guardar los sistemas financieros, pues soportan altos costos para las instituciones e impulsan
la exclusién financiera. Las criptomonedas han introducido una paradoja intrigante de seudo-
nimato, esto les permite tener una ventaja a los delincuentes estar bajo anonimato, pero los
datos estan abiertos publicamente que le permiten tener ventajas para los investigadores en
poder realizar andlisis e identificacién de patrones inusuales. Por medio de los algoritmos de
aprendizaje automatico se han encontrado patrones de transacciones sospechosas pero siguen
siendo deficientes por la falta de incursionar profundamente en el problema.

El objetivo de esta propuesta es la de aplicar una serie de modelos de aprendizaje au-
tomatico y andlisis de visualizacién para un conjunto de datos elipticos proporcionados por
Elliptic, una empresa de criptomonedas centrada en la seguridad de los ecosistemas de la
actividad delictiv. Para la visualizacion se emplea un grafo de series de tiempo con mas de
200 mil transacciones de bitcoin (nodos), 234 mil flujos de pagos dirigidos (bordes), y con 166
nodos de caracteristicas, ademas, un conjunto de datos no piblicos etiquetados de respuesta
binaria donde cero (0) corresponde a la transaccién normal, y uno (1) transaccién inusual de
presunta procedencia los recursos de lavado en las criptomonedas. Los algoritmos empleados
para esta tarea de aprendizaje corresponden a una regresion logistica, Random Forest, redes
neuronales multicapas y convolucionales por grafos (Graph Deep Learning) siendo asi de gran
interés como una nueva técnica emergente para capturar la informacion relacional [35]. Den-
tro del desarrollo experimental y comparacion el modelo Random Forest, tiene una ventaja
sobre los demés en su precision y en sus métricas de validacion, aunque el modelo Random
Forest no presenta una estructura grafica, la red convolucional por grafos permite observar el
comportamiento transaccional, la desviacion, los datos atipicos y las trayectorias que gene-
ran patrones inusuales en las transacciones generadas, dado por un determinado periodo de
tiempo. Por lo tanto, este tipo de red convolucional por grafos permite obtener un panorama
mas amplio de andlisis estructural y de comportamiento inusual para determinar factores de
riesgo en los sistemas de las criptomonedas [35].
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Capitulo 2

Marco Teorico

La generacién de nuevo conocimiento ha venido creciendo exponencialmente creando asi
grandes volimenes de informacion, procesos de integracién y conjuntos de datos a gran escala
en variabilidad, velocidad y estructura, este concepto es llamado como Big Data, la demanda
de informacion de diferentes fuentes debe ser verificada dado a su credibilidad y asi poder
garantizar su divulgacion con el fin de obtener un beneficio social y econémico de la era
digital y tecnoldgica.

2.1. Datos sintéticos artificiales

La codificacién de la informacién para su divulgacion y proteccion de los micro datos
trata en dos métodos llamados Perturbativos y No Perturbativos; el método perturbativo
consiste en que los datos sin procesar se agregan con ruido de tal manera que la informacion
confidencial se enmascara reteniendo estadisticas claves de informacién, en los métodos no
perturbativos consiste en que los datos son generalizados de modo que ninguna entidad indi-
vidual pueda ser particularmente identificados donde la generacién de datos sintéticos es una
pieza clave donde los datos privados y confidenciales son reemplazados con datos sintéticos o
artificiales. La generacién de datos sintéticos o artificiales es una alternativa y técnica robus-
ta para enmascarar los datos sensibles y no generar riesgo a terceros, ademaés, los datos se
generan aleatoriamente con restricciones para ocultar informacion confidencial y a su vez de
retener cierta informacién estadistica en relaciones entre atributos y patrones que los datos
originales las poseen [24].

Segun [24] los datos sintéticos se clasifican en tres categorias, la primera, Datos Com-
pletamente Sintéticos, consiste que la informacién que contiene es totalmente artificial, la
generadora de informacion de datos artificiales se basa en los pardametros o hiperparametros
de los modelos probabilisticos para recrear informacién de alta calidad para ser simulada con
inferencias de métodos estadisticos multivariadas; la segunda, Datos Parcialmente Sintéticos,
consiste que la informacion que se posee son enmascarados con base a las bondades proba-
bilisticas y ser reemplazadas el atributo o caracteristica sin divulgar la informacién sensible
y de riesgo, Datos Sintéticos Hibridos, contiene informacién de datos reales y sintéticos, y
se realiza una estimacion de una funcién de probabilidad estadistica para calcular el valor o
atributo sin riesgo de divulgar informacion sensible y de riesgo, ademas, esto tiene una gran
desventaja de que se requiere de tiempo de procesamiento y mas memoria.
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La generacion de informacién sintética consiste simular informacién hipotética con prue-
bas y ajustes de bondad probabilisticas para datos completamente y parcialmente sintéticos,
ademas, la reproduccion de informacién consiste en un conjunto de técnicas que van desde la
estadistica clasica como son el Muestreo de Gibbs, Muestreo Estratificado, Modelos de Re-
gresion, Modelos Lineales Generalizados, Técnicas de Imputacion, Inferencia Multivariado,
Teorema de Bayes, Logica Difusa, Machine Learning y Deep Learning entre otros. También,
las ventajas y desventajas son grandes acorde al conjunto de datos que se requiera, esto
conlleva a disponer de tiempos de procesamiento, memoria y capacidad de procesamiento de
maquina [24].

2.2. Técnicas de imputacién para valores perdidos

Rubin en 1993 y Raghunathan en 2003 son los dos mas grandes pioneros en el desarrollo
de generador de informacion sintética para avance y desarrollo en investigacién en el anélisis
para los sectores ptublicos y privados; la imputacion multiple para datos faltantes son par-
cialmente sintéticos que se construyen con bases de estimaciones puntuales para codificacion
de tipo numérico o categorico, cada imputacién de registro son de hechos independientes; las
pruebas de homogeneidad de la matriz de Covarianzas Yij consisten en evaluar la variabilidad
de la informacién sintética con la real, asi mismo se verifica que cumpla sus con propiedades
de independencia como a su vez determinar los grados de libertad para los grupos de vali-

dacion para las funciones de distribucién de probabilidad que son ff_k,,l_a y Chicuadrado
Xr%fk 1—a- [16]

Las técnicas de imputacién multiple propuestas por Rubin en 1993, era de conjugar y simu-
lar con técnicas de muestreo probabilistico llamadas Bootstrap bayesiano, y su funcién era de
realizar por medio de simulaciones conjuntos de muestras con o sin
reemplazamiento la realizacion y estimacion del valor, dicho valor estimado era cataloga-
do como el valor sintético donde era etiquetado donde no habia registro alguno; otra de las
propuestas es en encontrar variables auxiliares altamente correlacionadas para sustituir a
la variable objetivo y a su vez poder estimar dicha informacién; otra de las técnicas mas
utilizadas son de realizar imputaciones multiples, que consiste por medio de estimaciones
puntuales, regresiones, clister entre otros de estimar el valor sintético que se necesita [26].

La construcciéon de muestras sintéticas por métodos de Boostrapping y su validacién
métrica, consiste en crear un determinado conjunto de datos con tamanos de muestras signi-
ficativas y poder estimar los parametros, a su vez se realiza las estimaciones de los registros
sintéticos, cuando se cuenta con la informacion parcial sintética se contrasta con las pruebas
de hipétesis multivariada, en ella se validan dos pruebas que son el vector de Medias p; y la
matriz de Covarianzas Y;, en esas dos tipos de pruebas permiten que los datos reales y los
sintéticos sean estadisticamente iguales o diferentes.
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2.3. Aprendizaje de modelos de cépula

Una copula es una funcién que combina una funcién de distribucién multivariadas con
funciones de distribuciéon marginal, las copulas son excelentes herramientas para modelar
diferentes distribuciones aparte de la normal. Ademas, Un modelo de copula es un modelo de
dependencia flexible de alta dimension, sin embargo, el niimero de configuraciones posibles
de una cépula crece exponencialmente a medida que aumenta el niimero de variables dado a
su dependencia, bondad y correlacion siendo asi que la seleccién del modelo sea un desafio
importante en su desarrollo y aplicacién [25].

Los datos sintéticos estan en multiples areas del conocimiento dado a su aprendiza-
je automédtico como lo son los algoritmos Supervisados (Regresion) y No supervisados
(Clasificacion), que por medio de simulaciones y un conjunto de datos reales o sintéticos
se mide la capacidad que tiene un algoritmo para medir un nivel de aprendizaje, ademas, su
validacién métrica se realiza también con un conjunto de datos reales para verificar depen-
dencias y calidad de aprendizaje para seguir al desplegué del modelo; con base a una serie de
experimentos emplearon una red neuronal y obtuvo un buen ajuste de los datos en términos
de probabilidad logaritmica. Ademas, concluyeron que el modelo es capaz de generar mues-
tras de alta calidad en una variedad de aplicaciones, lo que lo convierte en un buen candidato
para la generacién de datos sintéticos [25].

2.4. Generador de datos dinamicos sintéticos

Los datos son vitales e insumo para cualquier economia abierta o cerrada, con ello se cuen-
ta con ciertas limitantes para su proceso e ingenieria de los datos por ser altamente sensibles
y legales para su divulgacion, por ello se recurre a los generadores sintéticos de informacion
para suprimir dicha informacion sensible socio demografica, financieros, gobierno y salud;
esto fue un caso de proyecto de doctorado en Noruega en que busca por medio de metodo-
logias en estadistica y aprendizaje automatico desarrollar dos algoritmos altamente robustos
con Deep Learning emplear Redes Neuronales Recurrentes RNN y Modelos Adversarias Ge-
nerativas GANg, en ellas toma el ingreso de las variables mixtas, categodricas, discretas y
continuas para su proceso de estimacién y aprendizaje para ser modelado con prondsticos
casi deterministicos.

Su objetivo de desarrollo consiste en implementar dichos modelos probabilisticos en las
instituciones gubernamentales para generar informacién sintética o artificial, y a su vez con-
solidar la informacion con la real pero andénima para su divulgacién, ademéds, poder proveer
informacion consistente dinamica y escalable de forma relacional para todos sus habitantes
en Noruega. Para este proyecto se basa en dos algoritmos, el algoritmo (1), genera eventos
simulados dinamicos de toda la poblacion, y para el algoritmo 2, simulaciéon de los aconteci-
mientos de la vida de cada persona individual de forma aislada e independiente a su grupo
de segmentacion [31].
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2.5. Red neuronal artificial

En 1943 Warren McCulloch psiquiatra y Walter Pitts matemédtico crearon un modelo
informatico llamado ldgica umbral, su desarrollo estd compuesto por axiomas matematicos
y algoritmos. Este modelo senal6 el camino hacia la investigacién de redes neuronales por
la cual se dividié en dos enfoques distintos de pensamiento, el primer enfoque se centrd en
los procesos biolégicos del cerebro y sus comportamientos quimicos celulares, y el segundo
enfoque estd encaminado hacia el desarrollo de la tecnologia con base a las redes neuronas
biolégicas donde nacié el concepto de las redes neuronales artificiales, su funcién especifica
de diseno eran para el desarrollo y aplicacion para nuevas tecnologias emergentes de la épo-
ca, este nuevo paradigma de pensamiento estd encaminado y dirigido hacia la inteligencia
artificial [22].

Red Neuronal Bioldgica se presenta en la figura (2.1)(a), es una célula primordial del
sistema nervioso de los seres vivos, tienen la capacidad y funciéon de trasmitir, procesar y
generar informacion por medio de impulsos como senales eléctricas a millones de neuronas
para generar estimulos y acciones que solo poseen los seres vivos. Con base a ello, los dos
grandes cientificos adoptaron por replicar un modelo con fundamentos matematicos, algorit-
mos y ciencias de la computacion que hoy en dia llamamos Redes Neuronales Artificiales.
A través de la historia grandes cientificos han moldeado las ideas de estos dos grandes pen-
sadores desarrollando nuevos avances en redes y arquitecturas, podemos citar a este gran
cientifico llamado Frank Rosenblatt, dentro de sus aportes entre los anos 505 y 60, desarrollo
las redes llamadas Perceptron y Perceptrén Multicapas, ademés, surgio el termino empleado
por Rosenblatt el algoritmo Backpropagation para generalizar el algoritmo de aprendizaje
para sus redes perceptréon y multicapas; para los anos 80s Paul Werbos desarrollo la idea
basica del algoritmo Backpropagation para su tesis doctoral.

Figura 2.1: Red Neuronal Biolégica, Artificial y Estructural
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Red Neuronal Artificial se presenta en la figura (2.1)(b), se comprenden de una estructura
de capas llamadas mnodos de las cuales conforman una serie de pasos:
paso 1, capas de entradas, {z1,xs...,x,} en ellas se determinan o identifican las variables
de ingreso del conjunto de datos, paso 2, los pesos sindpticos, {wq, ws,...,w;} determinan
la ponderacién de los pesos de cada variable, paso 3, capa oculta, funciéon de agregacion de
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la sumatoria o umbral (37 | x;w;) + Bias', paso 4, funcién de activacion, f(x) en ella se
determina el proceso de convergencia o restriccion dado a su tarea de aprendizaje, y paso 5,
capa de salida, en ella estan el vector de las estimaciones realizadas por la funcién de activa-
cién como estd representada en la ecuacién (2.1). Su objetivo es de generar una estimacién
probabilistica de Regresion, Clasificacion o tarea especifica dado a su aprendizaje.

Se define la funcién del modelo (2.1) dado a ¥; :

i =f Y zaw, + Bias (2.1)

=1

donde la variable de entrada x; corresponde a cada peso sindptico denotado w;.

2.5.1. Arquitectura de una red neuronal

La Arquitectura o Topologia de una red neuronal estda conformada desde la més simple
hasta las mas sofisticada; una red neuronal monocapa o Perceptrén monocapa es la estruc-
tura mas simple y antigua, se conforma por una capa de neuronas que permiten realizar los
calculos dado a sus pesos, y el proceso de la funciéon de activacién que le permite genera una
serie de calculos para la estimacion de la variable dependiente de su capa de salida. Una red
neuronal multicapa o Perceptrén multicapa, presenta la misma arquitectura que una simple
pero en ella esté catalogada por varias capas de neuronas ocultas que le permiten asi generar
una serie de calculos para optimizar su respuesta en la capa de salida. la red neuronal de pro-
pagacién hacia adelante llamada Feed forward, con la misma generalizacion de un Perceptron
simple o multicapa genera la propagacion de sus calculos hacia los nodos de su conexién hacia
adelante sin ningun tipo de retroalimentacion de los nodos ya procesados, por la se desarroll6
un método de propagacion hacia atras que le permite realizar un retroalimentacién y ajuste
de perdida de la funcién del costo que fue llamada Backpropagation, a través de los anos se
han generalizado una serie de arquitecturas sofisticadas modernas para tareas de aprendizajes
especificas.

Las arquitecturas o disenos de su taxonomia que conforma una red neuronal estdan dadas
a su enfoque para realizar dicha tarea de aprendizaje supervisada o no supervisada, y la
importancia del tipo de estructura de datos a emplear. Su capacidad de procesar informacion
de diferentes tipos de variables y donde son el insumo que se catalogan dadas esa variables
que son discretas, categoricas, continuas, textos, audios e imagenes entre otras, ademds, su
tipo de estructuras relacional y no relacional que se comprende de su tipo y forma que
son estructuradas, semiestructuradas y no-estructuradas, donde ya el aprendizaje profundo
realiza un proceso de extraccion de caracteristicas y un ahorro en procesos de manipulacion
de la informacién para generar y realizar su calculo de estimacién ;.

!Bias: en castellano Sesgo del aprendizaje automatico o Ajuste, es como la interseccién agregada en una
ecuacion lineal, dado que es un parametro adicional que se utiliza para ajustar la salida o ajuste de los pesos
junto con la suma ponderada de las entradas a las neuronas.
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2.5.2. Aprendizaje de una red neuronal

Unas de las fases mas importantes de las redes neuronales se comprenden en su nivel de
aprendizaje, para ello las redes se capacitan en dos esquemas fundamentales. La primera son
la asignacién de Pesos Sindpticos w; aleatorios o nulos y el segundo el mas conocido es el
Aprendizaje Automatico. El primer esquema consiste en generar un conjunto de valores alea-
torios a cada i-esima neurona que realiza el proceso iterativo (t) generando asi un proceso
de estimacién y calibraciéon, sus pesos sinapticos estan dados al cambio sz’,t—l; donde se
replicara una y otra vez este proceso hasta que la red neuronal alcanza su rendimiento desean-
do y su costo de error minimo. El segundo esquema corresponde al aprendizaje supervisado
que es basicamente un sinénimo de Clasificacion y Regresion, en el aprendizaje proviene
de los ejemplos etiquetados o numéricos del conjunto de datos de entrenamiento, también,
el aprendizaje no supervisado es esencialmente un sinénimo de Agrupamiento, el proceso
de aprendizaje no estéd etiquetados por clase, y por lo general podemos usar el agrupamien-
to para descubrir poblaciones homogéneas como también encontrar poblaciones heterogéneas.

Forward Propagation, es un algoritmo de propagacién de avance, es un algoritmo muy
sencillo y bésico, sus capas de entrada {1, xs...,z,} son variables o factores que van hacer
procesadas por la red determinado por sus pesos aleatorios para cada entrada {wy, we, ..., w, },
su propagacion hacia adelante hacia cada unidad o nodo de la capa oculta genera un valor
de salida hacia la capa de salida y; dado a una tarea de aprendizaje especifica de regresién o
clasificacién como se presenta en la ecuacién (2.1). Durante su entrenamiento, la propagacion
por la red genera un costo de error denotado como J (9) que evalia su optimizacion y nivel
de aprendizaje [10].

Backpropagation, es un algoritmo de retro propagacion consiste en calcular el valor del
error de la funcién (2.1) tomando el valor verdadero y; y contrastar el valor estimado ¥;
donde se calcula y compara el valor del error, este valor del error es necesario para corregir
y optimizar los pesos y sesgos en la propagacion directa de la red neuronal; por lo tanto el
algoritmo realiza un retroceso donde para ello utiliza la funcién de la derivada del Descenso

Gradiente denotada como f’(sc) 0 %, esta derivada mide el cambio del costo de error sobre la
funcién y pesos de las neuronas que determina la tasa de aprendizaje. Esta tasa de aprendizaje
es un parametro numérico con funcién de reducir y ajustar los errores mas rapidos con
propagacién hacia atras.

2.5.3. Funciones de activaciéon

Las Funciones de Activaciéon como se muestra en las siguientes figuras (2.2), son uno de
los componentes principales y bésicos de las redes neuronales, su funcion consiste en estimar
los valores de cada entrada y peso sindptico dado a su propagacion (forward o backpropaga-
tion) y generar las sumas ponderadas de cada neurona, y luego, se genera la activacion de la
funcién como se representa en la ecuacién (2.1).

Se presentan algunas funciones de activacién empleadas para el aprendizaje

profundo (2.2), pues las redes neuronales son altamente complejas pero cuando no se ac-
tiva una funcién adecuada como el caso de la activacién lineal resultada ser un modelo de
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regresion lineal simple (2.2)(i). Ademds, estas funciones le ayudan a modelar la complejidad
de los datos de forma no lineal, también, su a activacién le permite restringir su variable
respuesta y; en la capa de salida. Para las funciones de activacién (2.2)(a, b y ¢) tiene forma
de (S) que la caracteriza para tareas de clasificacién de respuesta binaria, y su restricciéon
en el eje y, para las demads activaciones de funcién, varian sus féormulas matematicas que son
las que le permiten capturar e identificar patrones y a su vez poder generar una estadistica
cuantificable.

Figura 2.2: Funciones de Activacion
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2.5.4. Aprendizaje profundo

El Aprendizaje Profundo (en inglés, Deep Learning), es un subconjunto de algoritmos
de técnicas entre el aprendizaje automatico y la inteligencia artificial, conformado por axio-
mas matematicos, ciencias estadisticas y ciencias de la computacion que permite desarrollar
redes neuronales de aprendizaje profundo altamente sofisticadas, su métodos de aprendiza-
je supervisados y no supervisados permite desarrollar y generar tareas altamente complejas
de no linealidad para diferentes tipos de arquitectura y tipo de datos. Con el fin de apli-
car este conjunto de conocimientos en procesadores y ordenadores para emular o simular el
comportamiento de los seres humanos que abarca el aprendizaje automatico y el aprendi-
zaje profundo la inteligencia artificial realiza esta tarea bajo las condiciones de supervision
de expertos; se representa en el diagrama de Venn y se presenta las siguientes figuras (2.3)(a).

Figura 2.3: Aprendizaje Automdtico (Deep Learning)

Machine Learning

& -k 334 [l

Input Feature extraction Classification Output

Inteligencia
Artificial

Aprendizaje
Automatico

Deep Learning

& - 7 - I

Input Feature extraction + Classification Qutput

Aprendizaje
Profundo

(a) Conjunto de Técnicas Deep Learning (b) Extraccién de Caracteristicas

Existe una gran diferencia entre el aprendizaje automatico y el aprendizaje profundo como
se representa en la figura (2.3)(b), consiste que el aprendizaje automatico requiere un gran
preprocesamiento de los datos, tiempo y un alto costo computacional para que los modelos
supervisados o no realicen adecuadamente su tarea de aprendizaje con ciertas limitaciones en
tareas especificas, este concepto es llamado Extraccion de Caracteristicas, en otras palabras,
también podemos decir que el paso de extraccién de caracteristicas ya es parte del proceso
que tiene lugar en una red neuronal artificial, por ejemplo, en la figura muestra a un vehiculo
como entrada y se debe realizar el proceso de funciones de extraccién y luego realizar la
clasificacién para poder obtener en su salida la prediccién que el experto le dio para su
aprendizaje, por ende estos modelos considerados ya clasicos se consideran deficientes por su
tratamiento y sus resultados. Para las redes neuronales de aprendizaje profundo no requiere
realizar la extraccion de caracteristicas, ya que las redes captan las senales de entrada de
los datos aprende implicitamente por ser altamente robustos en identificar y procesar la
informacion y de identificar patrones y caracteristicas generando asi resultados altamente
confiables y con gran desempeno; podemos ver en el ejemplo que en el aprendizaje profundo
no se requiere un gran preprocesamiento exhaustivo como en el aprendizaje automaético.
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2.6. Redes neuronales adversarias

Las Redes Neuronales Generativas Adversarias GANg, son algoritmos de alto nivel que
corresponden al aprendizaje profundo, a su vez, hacen parte del conjunto de técnicas del
aprendizaje automdtico y de la inteligencia artificial. Segun [10] fueron propuestas por el
Sr. Goodfellow en el ano 2014 que buscaba otro tipo de enfoque de modelado generativo
basado en redes generadoras diferenciables. Las redes neuronales se derivan una gran varie-
dad de técnicas basadas en las GANg para desarrollo en aplicaciones en tareas especificas
como videos, textos, imagenes, automatizacién entre otras aplicaciones. Segun [18] las redes
neuronales adversarias convolucionales profundas DCGAN, fueron propuestas en el ano 2015
por Radford, una implementacién de mejora y optimizacién de las GANg en que incorporan
una arquitectura ConuvNets. SRGAN super resolucién de imagenes son otras de las técnicas
implementadas y derivadas de las GANg, buscan optimizar la calidad de la imagen dando
asi una textura ultrafina de calidad comparandola hasta en ocasiones mejores que la original.
Segun [38] CycleGAN de imagen a imagen es una clase de problemas de visién y graficos
donde el objetivo es aprender el mapeo entre una imagen de entrada y una imagen de salida
utilizando un conjunto de entrenamiento de pares de imagenes alineadas, sin embargo, para
muchas tareas, los datos de entrenamiento emparejados no estaran disponibles. Segin [36]
InfoGAN es una red generativa de confrontaciéon que también maximiza la informacién mutua
entre un pequeno subconjunto de las variables latentes y la observacion.

2.6.1. Redes neuronales adversarias generativas (GANg)

El objetivo especifico de las GANg, consiste en dos modelos de redes neuronales que
compiten mutuamente entre ellas, el primer modelo llamado Generador (g), es entrenado
para generar datos falsos y el segundo modelo llamado el Discriminador (d), es entrenado
para discernir los datos falsos con los reales; imaginese un escenario donde dos atletas de alto
rendimiento de tenis compiten entre ellos para no perder el set dando asi el mejor desempeno
de su condicién fisica, esto mismo sucede con las GAN, como un tipo de juego cooperativo
llamado suma de cero?, este concepto es atribuible a la teorfa de juegos donde dos o més
jugadores tratan optimizar su mejor jugada para vencer a su adversario. este contexto esta
enfocado a las dos redes neuronales, y tengan un nivel de aprendizaje altamente eficiente
dado a la convergencia de la funcién de perdida de costo entre ellas.

2.6.2. Aprendizaje GANg

Segun [18], el generador aprende a través de una retroalimentaciéon que recibe de las cla-
sificaciones del discriminador, el objetivo del discriminador consiste en determinar si un dato
en particular es real y procedente del conjunto de datos de entrenamiento, y falso, creado por
el ruido del generador. En la siguiente figura (2.4), se presenta un diagrama de arquitectura
de alto nivel de las GAN; y las redes que la componen:

2Teorfa de Juegos: Es una jerarquia de las matemdticas que son aplicadas en teorias econémicas y del
comportamiento de la conducta humana frente al rol de la incertidumbre de la volatilidad.
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Figura 2.4: Diagrama de Arquitectura GANy [18]
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Descripcion y detalle del diagrama de alto nivel:

1.

Conjunto de datos de entrenamiento: el conjunto de datos de ejemplos reales que que-
remos que el generador aprenda a emular con una calidad casi perfecta.

. Vector de ruido aleatorio: la entrada sin procesar (z) a la red del generador, esta entrada

es un vector de nimeros aleatorios que el Generador (g) utiliza como punto de partida
para sintetizar ejemplos falsos.

. Red del Generador: el Generador (g) toma un vector de nimeros aleatorios (z) como

entrada y genera ejemplos falsos x*. Su objetivo es hacer que los ejemplos falsos que
produce sean indistinguibles de los ejemplos reales en el conjunto de datos de entrena-
miento.

. Red de discriminador: el discriminador toma como entrada un ejemplo real (x) proce-

dente del conjunto de entrenamiento o un ejemplo falsox* producido por el generador.
Para cada ejemplo, el Discriminador determina y genera la probabilidad de que el
ejemplo sea real.

. Entrenamiento de ajuste iterativo: su método de propagacion backpropagation consiste

en realizar un proceso de iterativo de que el generador y el discriminador obtengan un
aprendizaje de alto nivel dado a sus métricas de validacién y perdida de la funcién del
costo entre ellas.

Nétese que en la ecuacion (2.2), en ella representa el escenario donde expresa su funcién
de competicién de juego (min; méx) entre las dos redes con sus parametros de bondad de cada
una de ellas v (9(9); G(d)); donde en la ecuacién (2.3) se representa de la siguiente manera: (z)
representa los datos reales de entrenamiento, pga. () de la distribucion de ellos, (z) es ruido
con el cual se alimenta al generador para sintetizar los datos, y su distribucién p,(z) que se
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determina como la distribucién de los datos generados py(z). la primera red neuronal deno-
minada el Generador (g), consiste en generar muestras dado a x = g (z; 0(9)). Su adversario,
la segunda red neuronal denominada Discriminador (d), intenta distinguir entre muestras
extraidas de los datos de entrenamiento y muestras extraidas del generador. El discriminador
emite un valor de probabilidad dado por d (ZE; Q(d)), en ella calcula o estima una probabilidad
de = de que una muestra provenga de los datos entrenamiento en lugar de una muestra falsa
extraida del modelo del (g) [10].

Segin [10] la forma maés sencilla de formular el aprendizaje en redes Gang es mediante
un juego de suma cero, en el que una funcién dada a v(#9),0@), donde se determina su
recompensa del discriminador, ademds, el generador recibe —v(#), ) como su propia re-
compensa.

Durante el aprendizaje, cada jugador intenta maximizar su propia recompensa, de modo
que en la convergencia esta dado por:

g*=arg minmslxv(g,d) (2.2)
9

Entonces, la funcién esta predeterminada dado a f (x, v ( g, d)):

0 (09,09) = By piutos(@) [l0g d()] + Eompa(2) [log (1 — d (9 (2)))] (2.3)

Esto lleva al discriminador a intentar aprender a clasificar correctamente las muestras como
reales o falsas, simultaneamente el generador intenta enganar al discriminador
haciéndole creer que sus muestras son reales, ademads, su convergencia de las muestras del
generador es indistinguibles de los datos reales. Esto lleva a que el discriminador debe tener
un nivel de aprendizaje bastante alto con una minima tasa de error, y maximizar las proba-
bilidades para que el discriminador realice estimaciones de alto desempeno dado a su tarea
de aprendizaje como se representa en la ecuacién (2.3).

Segun [11], el generador (g), define implicitamente una distribucién de probabilidad p,
como la distribucién de las muestras g(z) obtenidas cuando z ~ p,. Por lo tanto, se busca
que el algoritmo (1) converge en un buen estimador insesgado para pgatos-

Algoritmo (1): propuesta de simulacién por [11], por el método del descenso de gradiente
estocastico para las GAN,, dado a un m-ésimo tamano de muestras para un ntmero de
pasos que se aplicara al discriminador k. Donde k es un hiperparametros.

For ntimero de pasos do
For k pasos do

= Extraer una muestra de m ejemplos {z(V),... 2™} como entrada de ruido para p,(z)

» Extraer una muestra de m ejemplos {z™, ..., 2™} como datos generadores para la
distribucion pgaes ()
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= Actualizar el discriminador ascendiendo su gradiente estocastico:

ved% i togd (2 +log (1-d (g (=)))]

1=

End for

= Extraer una muestra de m ejemplos {z(),... 2(™} como entrada de ruido para p,(z)

= Actualizar el generador descendiendo su gradiente estocastico:

kSt (1 (o ()

End for

Segun [11] las actualizaciones basadas en gradientes, se pueden utilizar cualquier regla de
aprendizaje estandar basada en la teoria de gradientes.

En la simulacién del algoritmo (1), la formulacién matematica de mejor rendimiento del
juego GAN, es una formulacion diferente que no es de suma cero ni el equivalente a la
maxima probabilidad, dado a esto es una motivacion heuristica. Ademas, dado a las reglas
estandar del gradiente su tasa de aprendizaje mejora el rendimiento de (g) y (d), entonces, el
generador tiene como objetivo aumentar la probabilidad logaritmica de que el discriminador
cometa un error, en lugar de intentar disminuir la probabilidad logaritmica el discriminador
haga una prediccién significativa. La simulacién hace que la derivada de la funcién de costo
del generador con respecto a los logits del discriminador permanezca grande incluso en la
situacién en la que el discriminador rechaza con confianza todas las muestras del generador

10].

2.6.3. Optimizacién global de la f (z,v(g,d))

Segun [11], la optimizacién global esta dada a p; = Pdatos, donde se considera que el dis-
criminador éptimo (d) para cualquier generador (g).

Donde para (g) fijo, el discriminador éptimo (d) es:

* . pdatos(l‘)
& @) = &)+ r@) (24)

Demostracion: el criterio de entrenamiento para el discriminador (d), dado cualquier ge-
nerador (g), es maximizar la cantidad v (69, §4))
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0 (69.09) = [ b (@) log d (@) do + [ p. (2)l0g (1 - d(g () =
— [ bt () o5 () + p, () o (1 = d ) i

T

para cualquier (a,b) € R? dado a {0,0}, la funcién y — alog (y) + blog (1 — y) alcanza su

max in [0, 1] para -4, donde el discriminador no necesita ser definido fuera de Supp (paatos) U

Supp (py), donde se concluye la demostracion.

El objetivo de entrenamiento para (d), se puede interpretar como la maximizacién de la
probabilidad logaritmica para la estimacién de la probabilidad condicional dadaap (Y =y | x),
donde Y indica si (z) proviene de la distribucion pgqs cuando la p(y = 1), en otro caso, la
pg estda dada cuando p(y = 0). Donde el juego adversario (min; méx) se reformula la ecuacién

(2.3):

Si C'(g) = méx(q) v (g, d) entonces,

= Eunpdatos [108 d5(2)] + E.np [log (1 — i (g (2)))]
= Eympdatos [log d;(x)] +E,pg [log (1 —dy (m))]

Pdatos (l’) :| |:
+E, e |10
Pdatos ($) + pg (l’) - s

2.6
py () 20

Pdatos (.77) + Py (33')

= ]E:cwpdatos IOg

la convergencia del algoritmo (1) estd dada si (g) y (d) tienen suficiente capacidad en cada
paso del algoritmo, entonces, el (g) permite alcanzar su éptimo dado a (g), y p, se actualiza
para mejorar el criterio:

E.~pdatos [log dy (a:)} + Eypg [log (1 —d; (a:))] (2.7)

entonces p, CONVerge a Patos-

Las GANs, en la practica representa una limitacién en las familias de distribuciones de
pg a través de la funcién v (z,6,), donde se optimiza 6, en lugar de las probabilidades de p,
dado a ello la red (d) tiene la capacidad de reconocer datos falsos del generador y aceptar los
datos reales de conjunto de datos.

2.7. Analisis estadistico multivariado

La Estadistica Multivariada es una extension del caso Univariado, permiten asi poder rea-
lizar un anélisis mas cientifico y potente con un determinado conjunto de datos de dimensién
(nzp), donde se representa un n-numero de registros con p-variables. Esta representacién
estd estructurada de forma matricial de dimensién X,,,, donde se representa el espacio de los
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individuos en RP y el espacio de las variables en R".

En la siguiente seccién se hara una breve resena de la estimacion de sus parametros,
funcién de densidad y desarrollo de las metodologias propuestas para la validacion de con-
traste de hipotesis sobre el vector de medias p y de la matriz de covarianzas Y para una o
dos poblaciones, la informacion sintética artificial con los datos originales permite validar y
contrastar la igualdad entre estas dos poblaciones.

2.7.1. Estimacién de py X
Segun [6], una variable aleatoria p-dimensional, es un vector en que cada una de sus
componentes es una variable aleatoria :
X' =(X,.... X)) (2.8)
donde es un vector aleatorio, X; variable aleatoria para cadai=1,...,p.
Por la definicion anterior, los vectores aleatorios pueden estar conformados por variables
aleatorias de tipo discreto, continuo o ambos. La matriz X de datos multivariados puede

definirse como el arreglo de vectores fila o columna, donde z;; son las observaciones de la
j-ésima variable en el i-ésimo individuo donde se define la siguiente matriz:

T11 L1z 0 Tip

Top T2 -+ Typ
X=1 . . .

Tp1 Tp2 - Tnp

Donde se define el vector de p-media muestrales, este representa el vector de promedio
aritmético caracterizado en el espacio de los datos como el centroide de los datos

_ 1 — — 7
u:X:E%mX:Q&,wXﬁ
donde X es un estimador insesgado para y del vector de medias poblacional.

Ahora, se define la matriz de varianzas y covarianzas, donde la matriz de covarianzas
muestrales Sj, entre la variable j hasta la columna p:

S11 S12 c S1p

$o8- L x(1,—tu)x=|™ T
(n — 1) n . . .. :

Spt Sp2 tct Spp

donde S es insesgada para X, su traza es positiva tr (S) donde expresa la dispersién de los
datos en entorno a la media.
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Segtin [6], afirma que X y S son estadisticas e independientes; para X de una muestra
aleatoria de tamano n tomada de la poblacién N, (i, ) se distribuye N, (1, n7*%) y es inde-
pendiente de 3 el estimador maximo verosimil ¥. La distribucién de la matriz de covarianzas
muestral estd ligada a una Wishart. Ademas, una propiedad 1til para desarrollar pruebas de
hipétesis sobre el vector de medias u se deriva de la funcién de distribucién normal multiva-

riadas (2.9).

A partir de una muestra aleatoria de una poblacién normal p variante se obtienen los
estimadores de p y X, por el método de mdzima verosimilitud®. Donde, i y ¥ se maximiza
la probabilidad de la muestra aleatoria {z1, s, ..., z,} cuando se distribuye N, (x, X) dado
a su funcion de verosimilitud :

n

L=][NX|p) = !

1 o et
P 75 Xi—p) 577 (X — 2.9
oA p( p 2 m) .

Donde {Xj,...,X,} son valores muestrales fijos, entonces L, es una funcién de py . A
partir del anunciado anterior se desarrolla la inferencia estadistica de la regién de confianza
y contrastes de hipotesis del vector de medias y matriz de varianzas y covarianzas de una o
dos poblaciones.

2.7.2. Inferencia sobre el vector de medias p

El desarrollo de la inferencia estadistica para la construccion de regiones de confianza
en pruebas de hipdtesis Univariado y multivariadas se difieren en primera instancia en sus
pruebas de potencia; la prueba de potencia Univariado esta determinada por el error tipo I,
donde se incrementa el error por cada prueba 1 — (1 — a)k, donde k esta determinada para la
k-ésima prueba, esto quiere decir que el error tipo I es la probabilidad de rechazar H, cuando
ella es verdadera, esto sucede cuando el nivel de significacién « se establece para determinar
el limite de regién de rechazo, también a su vez difieren en el tamano de una muestra signi-
ficativa de una prueba de potencia aceptable. En las pruebas de hipotesis multivariadas se
mantiene el poder de la prueba donde se mantiene el error tipo I.

Dado a la siguiente anotacién por [6], para una poblacién normal Univariado, su contraste
de hipodtesis para un valor especifico para g, varianza desconocida, se realiza mediante la
estadistica de una variable aleatoria dada a una distribucién ¢-student con v = n — 1 grados
de libertad y mediante una variable aleatoria:

\/5(7— Mo)

. ~ tw)-a/2) (2.10)

Donde una expresion andloga (2.10) se obtiene para el caso multivariado, esta se conoce como
la estadistica T? Hotelling, donde su aplicacién corresponde para una, dos o més poblaciones

3Méxima Verosimilitud: sea una muestra {x1,22,...,%,} de variables idénticamente distribuidas e in-
dependientes de una funcién de distribucién de probabilidad € (8 | z1,z,...,z,) = [[/—, f (z,0), donde se
maximiza la probabilidad para la estimacion de sus parametros de densidad.
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a contrastar su igualdad de sus medias. Segin [6] en el caso multivariado, para una poblacién
de matriz de covarianzas desconocida tanto la verificacion de hipdtesis como la construccion
de regiones de confianza se basan en la diferencia entre el vector de medias muestral y la
poblacional, donde la distribucién normal multivariante se distribuye con vector de media cero
y matriz de covarianzas conocidas N, (0,3). La obtencién de la estadistica 7% mediante la
razén de maxima verosimilitud donde se quiere contrastar la hipétesis de igualdad de medias
dado a (Hy : p; = po) vs (Hq : p; # o), donde se deriva la funcién (2.9) y se transforma a la
funcién de verosimilitud dado a una muestra aleatoria (2.8):

1 n
L(p,3) = (2m) "2 | S| exp (—— D (o — 1) S (w0 — u))
2 a=1
El criterio de la razéon de maxima verosimilitud estd dado a

_ méxy L (po, X)

2.11
max,, y, L (1, X) (2.11)

Donde el numerador de (2.11) es el maximo de la funcién de verosimilitud para p y %
en el espacio de pardametros restringido por la hipdtesis nula (£2g), y el denominador es el
mé&ximo sobre todo el espacio de parametros (€2). Después de algunas consideraciones sobre
la maximizacién y las adecuadas transformaciones algebraicas se obtiene:

T2 =0 (X — i) 87 (X — p1o) (2.12)

Donde S es la matriz de covarianza muestral desconocida y la distribucion de la estadistica
T? Hotelling.

2.7.3. Comparaciéon de dos poblaciones asumiendo Y; = >

Dado a la siguiente consideracion, se asume para dos poblaciones normales p-variantes e
independientes, con tamanos de muestras aleatorias n;, donde se distribuyen N, (11;,%;), vy
se considera i = (1,2) dos poblaciones con variables aleatorias e idénticamente distribuidas
X1,...,X,. Segin [6], dadas las siguientes condiciones, la estadistica T? puede emplearse
para contrastar la hipotesis que la media de una poblacién que es igual a la media de la otra,
donde la matriz de covarianzas es desconocida pero hipotéticamente son iguales, dado a el
problema de contrastar la hipdtesis de la siguiente forma:

Hy:py = po  equivalente a  Hy:pg —pa =0

Donde las matrices de covarianzas Y de las dos poblaciones se estima en forma ponderada
con las matrices muestrales:

(nl—l)Sl—l—(ng—l)Sg
7’L1+TLQ—2

S, = (2.13)

Donde la estadistica T2 se representa de la siguiente forma:
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T? = (ﬂ) (X, = X) S2 (X1 = X) (2.14)

n1+n2 p

se distribuye como 72 con dimensién p y con v = nq + ny — 2 grados de libertad; donde la
region critica para contrastar la hipétesis Hy : g = po -

T2 (v —p+1
(v p+)<

| - F@_pH);(a) Se acepta Hy,
ST —p+ 1)
P
- > F(vipﬂ);(a) Se rechaza Hy.

si el nivel de significacién es «, entonces, una region de confianza para Hy : 41 = p2, con un
nivel de confiabilidad del (1 —a) % de la distribuciéon F, donde se determina su regiéon de
rechazo.

2.7.4. Inferencia sobre la matriz de covarianzas Y.

Dado a la siguiente consideracion, se asume para ¢ poblaciones normales con p-variantes
e independientes, con tamafios de muestras aleatorias n,, donde se distribuyen N, (4, %,), ¥
se considera g = (1,...,q) poblaciones con variables aleatorias e idénticamente distribuidas
{Xig, ..., Xy} Donde la igualdad de matrices de covarianzas es un supuesto que se emplea
para aplicar la comparacion de medias de dos o mas poblaciones.

Segun [6], para el caso multivariado se trata de contrastar la hipdtesis sobre la igualdad
de las matrices de covarianzas asociadas a varias poblaciones multinormales, mediante la
informacion contenida en una muestra aleatoria de cada una de ellas, donde se busca en
contrastar la hipdtesis para las matrices de covarianzas de g-muestras, donde se determina
de la siguiente forma

Hy:%,=...=%, Vs H,:FExiste almenos wuna diferente (2.15)

Las matrices de covarianza de las g-muestras estan determinadas por p-variantes e inde-
pendientes, se estiman las matrices de covarianzas para determinar la matriz S,, donde se
deriva de la ecuacién (2.13) para su debida estimacion, sus grados de libertad estdn consi-

_ _ N4 _ q _
derados para cada muestra vy = (ng —1), v = >70_ vy, = (N —q), >;_ng = Ny Sy es
la matriz de covarianzas de cada muestra, por lo que se determinan que son estimadores
insesgados.
Segtin [6], Anderson® en 1984 obtiene la distribucién asintdtica de A\; al reemplazar n,

por vy y N por v tomando logaritmos en los dos lados donde se obtiene la siguiente funcién

q
—2In (A) =vIn |8, | =) v,ln| S, | (2.16)

g=1

4Para una mejor consulta y profundidad en detalle, consultar Anderson T.W (1984), An Introduction to
Multivariate Statistical Analysis, Jhon Wiley and Sons, pagina 419
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Boz® en (1949) demuestra que si se introduce la cantidad p dada por

L 2P +3p -1 ~1 1
G T T <Z ) 210

entonces
¥ = —=2pln(Ai) (2.18)

plp+1)(g—1)
9

Se distribuye asintéticamente como ji-cuadrado con v = ( ) grados de li-

bertad, donde n resalta la distribucién asintética.

Y < X?};(a) Se acepta Hy,

Si =
2
W > Xoi(a) Se rechaza H.
si el nivel de significacion es «, entonces, una region de confianza para
Hy : ¥y = ... = 3, con un nivel de confiabilidad del (1 —«) % de la distribucién 2,
donde se determina su regién de rechazo.

2.8. Meétricas de validacion

Las métricas de validacién estadistica son un conjunto del aprendizaje automaéatico que le
permiten evaluar la calidad y eficiencia de un algoritmo dado a una tarea de especifica de
aprendizaje, donde se cuantifica la métrica y evaliia que tan bueno su nivel de aprendizaje y
la calidad de sus resultados estimados.

2.8.1. Cuadrado medio de error

El cuadrado medio de error (CME), es un estimador insesgado que mide el promedio de
los errores del modelo al cuadrado, en el numerador es la sumatoria de la diferencia entre
la observacién real (y;) y su prondstico (y;) al cuadrado, su denominador el total de las
observaciones (n) menos los grados de libertad que representa la muestra (1).

CME — > i (Wi — 39)2
n—1

(2.19)

El objetivo del error cuadrado medio es de obtener la cantidad minima asintéticamente
cercana a cero (0), donde describe la variabilidad del error del algoritmo.

SPara una mejor consulta y profundidad en detalle, consultar Box G.E.P (1949), A General Distribution
Theory for a Class of Likelihood Criteria, Biometrika
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2.8.2. Raiz cuadrado medio de error

La raiz cuadrado medio de error (RC M E), es un estimador insesgado que se deriva de la
ecuacion (2.19) donde la raiz cuadrada describe la interpretacién de la dispersién del error

del modelo.

n—1

RMSE = \/ D (i —9) (2.20)

El objetivo de la raiz cuadrado medio de error es de obtener la cantidad minima asintética-
mente cercana a cero (0), donde describe la dispersién del error del algoritmo.
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Capitulo 3

Metodologia

El objetivo principal de esta seccion es proponer y desarrollar un algoritmo de aprendizaje
profundo para la generacién de datos sintéticos para el lavado de activos partiendo desde los
lineamientos del marco tedrico y sus objetivos. Para ello se debe contar con conocimiento
en matematicas, estadisticas y ciencias de la computacion para poder asi garantizar que
la red neuronal adversaria sea eficiente y éptima. Ademads, en contrastar por medio de la
inferencia multivariada el conjunto de datos original y la informacién sintética generada,
donde se busca que sean estadisticamente significativas la igualdad en promedios y varianzas
de ambas poblaciones, es decir, se podra garantizar que la GANg cumpla con las propiedades
y bondades deseadas de generar informacién a gran escala para aplicacion y desarrollo en
diversos ambitos cientificos como lo son la educacién, la banca, la salud y el gobierno. Para
ello se desarrollardn nuevos conjuntos de datos sintéticos con base a registro reales de un
corresponsal no bancario para identificar comportamientos sospechosos e inusuales de lavado
de activos. La construccién de generacion de informacion sintética se basa en modelos de
aprendizaje profundo con ayuda del aprendizaje automético, donde se busca determinar los
parametros o hiperparametros de la GANg y realizar la estimacion y validacion métrica
correspondiente para garantizar que el modelo se encuentra calibrado y 6ptimo.

3.1. Conjunto de datos de transacciones en correspon-
sales no bancarios

Este conjunto de datos corresponde a un corresponsal no bancario ubicado en una ciu-
dad colombiana, pero por cuestiones de confidencialidad y privacidad de los datos no se
divulgaran el nombre de la entidad bancaria donde fueron proporcionados, por ello el campo
llamado identificacién (id) se encuentra ya anénimo para proteger la privacidad del cliente y
la reputaciéon de la entidad bancaria y el establecimiento de comercio.

Para esta informacién se cuenta con 67.244 registros con 7 campos llamados de la siguien-
te forma: identificacién (id), valor de la transaccién en pesos (valor t,,), tipo de la transaccién
(tipo t.), red del datafono (datafono), fecha y hora (fecha hora), cédigo de la transaccién
(cod t,) y estado de la transaccién (estado t,). Dado a la siguiente informacién se procederd
a realizar el proceso de limpieza y transformacién donde se tendran en cuenta la creacién
de mas campos para el debido proceso analitico y mayor entendimiento de los datos para
la identificacién de patrones inusuales de las transacciones. Ademas, se identifica para la
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variable identificacién (id), un total de 14669 registros perdidos, por lo tanto, este hallaz-
go puede generar alertas de un presento lavado de dinero del por qué no se cuenta con la
identificacién de la transaccion que requiere y exige la entidad bancaria a su corresponsal
no bancario. Teniendo en cuenta los registros nulos y mal codificados se procederd a codi-
ficar con el valor de etiqueta genérica (999) para la identificacién y manipulacién de consulta.

Para este conjunto de datos se crearon variables con base a las originales, como son: la
extraccion de la variable fecha el dia, mes, ano, hora, minutos y segundos; tipo del monto
dado a las reglas de las operaciones de transacciones de corresponsales no bancarios, donde
uno (1) son transacciones por consignaciones desde un peso hasta los tres millones de pesos
($1 - $3°000000), y dos (2), corresponden a retiros que oscilan desde un peso hasta los diez
millones de pesos ($1 - $10°000000); ciudad del establecimiento de comercio en Bogotd y las
coordenadas en unidad decimal en latitud y longitud.

Dado a los registros del tipo de transaccion se eliminan registros que no son significativos
dentro del andlisis, entre ellos estdn Consulta con 3522 registros por valor en pesos de ($0),
Pago con 37 registros por valor de ($6°653.210), Venta con 4 registros por valor de ($745.780),
ademds, también se eliminé un registro de una transaccién por valor de ($0). Donde el
conjunto de datos final esta conformado por 63680 registros con 17 variables.

3.2. Metodologia estandar para la mineria de datos

Dado a las siguientes observaciones y conocimiento del conjunto de datos del corresponsal
no bancario (3.1), se empleard la metodologia para el desarrollo de proceso estandar de la
industria de la mineria de datos (en inglés Crisp —dm), este proceso se compone de seis fases
iterativas.

1. La primera fase corresponde al entendimiento del negocio y sus necesidades, donde un
grupo de expertos conocen el modelo del negocio y quieren sacar el mayor potencial
a los datos del conjunto de datos. Dado al entendimiento del modelo de negocio se
busca de crear un potencial con la informacion que posee y a su vez tener las medidas
preventivas para el control de dineros de rara procedencia.

2. La segunda fase corresponde al entendimiento de los datos, en ella se requiere conocer
qué tipo de informacion requieren o poseen para sacar el mejor provecho de él, donde
se analiza el tipo de estructura de los datos, tipo de datos que se poseen, tipo de
variables cualitativas y cuantitativas, y realizar una caracterizacién de los datos para
ser procesados para su debido manejo. Dado a la informacion extraida de los datos
puede crear medidas de control y vigilancia para reportar casos de presuntamente de
lavado de dineros en el corresponsal no bancario.

3. La tercera fase corresponde al procesamiento de la informacion y transformacion, donde
se extrae y crea nuevas variables para su debido andlisis descriptivo y modelado. Esta
fase permite en la creacién de nuevas variables con base a la informacion suministrada
por cada transaccién realizada por el corresponsal, dado a ello se pueden identificar pa-
trones de las cuales se cuantifican y miden el impacto que contrae el tipo de informacién
y del valor que puede proporcionar.
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4. La cuarta fase corresponde al modelado, donde se realizara el andlisis exhaustivo de la
aplicacion de los modelos probabilisticos de aprendizaje supervisados y no supervisados,
en él se extraen patrones y comportamientos para ser cuantificados. Esta fase nos genera
valor de alto nivel dado a los modelos para generar valor para mitigar el lavado de
activos.

5. La quinta fase corresponde a la validacién, en él se realiza una serie de pruebas con
métricas estadisticas para evaluar la calidad del modelo y su potencial. Con un modelo
optimizado nos permite crear nuevas metodologias de prevencion y control del lavado.

6. La sexta fase corresponde a la implementacion del modelo, en ella se procede a realizar
la aplicacién de los modelos optimizados para la extraccién de patrones y poder asi
cuantificar el impacto que contrae el hallazgo, a su vez también, poder generar nueva
informacion 1til y valiosa para generar nuevas oportunidades de negocio o analisis y
estrategias para la prevencion de lavado de activos correspondiente a las 64 modalidades
establecidas por la (UIAF).

3.3. Conjunto de datos de entrenamiento y prueba

Para la particién del conjunto de datos (3.1) del corresponsal no bancario se procede a
realizar una muestra de entrenamiento y prueba con un diseno muestra probabilistica estrati-
ficada, donde la variable a estratificar corresponde a la variable descripcion de la transaccion
(desc t;), en ella describe el comportamiento transaccional donde se evidencia la dispersién
cuantificada en pesos del valor de la transaccion. Se realiza la seleccion de variables sig-
nificativas que conformaran el conjunto de datos de entrenamiento y prueba, para ello se
determinaron que las variables de mayor relevancia son valor de la transaccién (valor t,),
descripcién de la transaccién (desc t,), red del datafono (datafono), dia (dia), mes (mes) y
hora (hora); dado a lo siguiente se procede a realizar la muestras probabilisticas estratifica-
das del conjunto de datos de entrenamiento y prueba conformada de la siguiente forma, 80 %
para el conjunto de datos de entrenamiento con 50944 registros, y el 20 % restante, para el
conjunto de datos de prueba con 12736 registros.

3.4. Herramientas tecnoldgicas

Dado a las necesidades y requerimientos para el desarrollo de entrenamiento y prueba de
las redes neuronales adversarias GAN; e inferencias multivariadas se emplearan en una laptop
marca Asus con sistema operativo Windows 10 Home de 64 bits procesador x64, capacidad
de procesador Intel(R) Core(TM) @ 1.60GHz, memoria instalada RAM de 4GB. Ademas,
se requieren herramientas tecnolégicas de licencia y Codigo libre, por lo tanto se emplean
herramientas optimas y de gran desempeno para cumplir las exigencias estadisticas que se
requieren en calibracién, validacion, optimizacién y pruebas por medio de simulaciones. Las
herramientas que se emplearan son las siguientes: R y Rstudio versién 4.0.2, y Python versién
3.8.3, cada una de ellas con sus debidas librerias.
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https://rstudio.com/products/rstudio/download/
https://www.python.org/downloads/

3.5. Criterios de evaluacion

La validacion de esta informacién consiste en realizar pruebas métricas multivariadas
en inferencia sobre el vector de medias p e inferencia sobre la homogeneidad de varianzas
multivariadas > para dos conjunto de datos, la primera, es la informacion real con la que
quiere contrastar, y la segunda, corresponde a la informacién sintética generada por la GANg,
donde se evalia con el valor del percentil de la funcién de probabilidad y se contrasta con el
valor de significancia « del 5 %.
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Capitulo 4

Resultados

Dado a los objetivos de este trabajo de grado de maestria se procede a estimar y cuantifi-
car cada uno de los objetivos propuestos con una alta rigurosidad cientifica y metodoldgica.
Donde, el Deep Learning juega un papel crucial con las redes neuronales adversarias genera-
tivas (GANg) con el aprendizaje automético para la generacién de informacién sintética de
alta calidad y su contraste de hipotesis de inferencia multivariada.

4.1. Analisis de descriptivo

La preparacién de los datos es un camino crucial e importante, por lo cual se quiere
conocer su comportamiento transaccional de cada una de las variables de interés. Un andli-
sis estadistico descriptivo nos permite entender y conocer los datos desde su complejidad y
estructura para ser interpretados, se procede a realizar un andlisis descriptivo de caracteri-
zaciéon para poder comprender su comportamiento transaccional por descripcién de canal,
montos de dinero y frecuencia por utilizacion de canal.

4.1.1. Comportamiento transaccional

Dado al anélisis de caracterizacion y mapeo del conjunto de datos del corresponsal no ban-
cario, podemos ver el cuadro (4.1), las transacciones realizadas por los clientes, su frecuencia
de uso, valor total de la transaccién en pesos y tasa (%) de utilizacién por canal.

Cuadro 4.1: Transacciones por descripcién

’ Descripcién \ Frecuencia \ Total ($) \ Tasa (%) ‘
DEPOSITO 27908 28126°448.615 43.83
RETIRO 27327 35208°503.077 4291
RECAUDO 7054 7062°662.294 11.08
PAGO_TC 615 256’825.097 0.97
TRANSFERENCIA 397 445’507.133 0.62
CARTERA 379 147°928.094 0.60

Las transacciones de mayor demanda por los clientes de la sucursal no bancario corres-
ponde a los tres principales mecanismos de la prestacion del servicio, la primera corresponde
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a Depdsitos realizados durante el ano 2019 por valor de $28126.5 millones de pesos con una
tasa de uso del 43.83 %, la segunda corresponde a Retiro realizados por valor de $35208.5
millones de pesos con una tasa de uso frecuente del 42.95 %, y el tercero, corresponde a Re-
caudos realizados por valor de $7062.6 millones de pesos con una tasa de uso frecuente del

11.08 %, los demés servicios por el corresponsal no superan los $850.2 millones de pesos y
tasa de uso del 2.2 %.

En el siguiente cuadro (4.2), se observa el uso frecuente del corresponsal por utilizar con
mayor preferencia los servicios de la red de datafonos de Credibanco, con tasas de uso del
62.07 % y transacciones en pesos por valor de $45917.2 millones de pesos, Redeban, ocupa el
segundo puesto con tasa de frecuencia de uso del 37.93 % y transacciones en pesos por valor
de $25329.8 millones de pesos.

Cuadro 4.2: Transacciones por red de datafono

| Datéfono | Frecuencia | Total ($) | Tasa (%) |
CREDIBANCO 39529 459177990.218 62.07
REDEBAN 24151 25329’884.092 37.93

Dado al uso de las transacciones mensuales del ano 2019, el valor de las transacciones en
millones de pesos y su tasa de uso mensual, podemos apreciar las cifras en el siguiente cuadro

(4.3):

Cuadro 4.3: Transacciones por mes

| Mes | Frecuencia | Total ($) | Tasa (%) |
MAYO 10896 12501°793.933 17.11
JUNIO 8872 9767°074.858 13.93
ABRIL 6926 76807775.515 10.88
OCTUBRE 5183 5716’556.921 8.14
SEPTIEMBRE 5063 5718'524.784 7.95
MARZO 4691 48887550.064 7.37
AGOSTO 4664 5528°677.119 7.32
JULIO 4309 4494°127.774 6.77
FEBRERO 4008 4204°820.130 6.29
ENERO 3946 4229’185.864 6.20
NOVIEMBRE 2807 33357619.579 4.41
DICIEMBRE 2315 3182'167.767 3.64

Las transacciones con mayor relevancia en valor en millones de pesos y tasa mensual
corresponden a los meses de Abril, Mayo y Junio; Mayo corresponde al mes donde mayor
se presentd la tasa de uso mensual que corresponde al 17.15% que asciende por valor de
$12501.7 millones de pesos, Junio corresponde al segundo mes con mayor tasa de uso con el
13.93 % y valor de las transacciones que ascienden a $9767 millones de pesos, y el tercer mes
con mayor uso de transacciones corresponde para el mes de abril con tasa de uso del 10.88 %
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que asciende a $7680.7 millones de pesos, para el resto de meses su tasa de transacciones no
asciende ni el 10 %. En el mes de diciembre, su tasa de servicios prestados por el corresponsal
corresponde al 3.64 % y sus transacciones en pesos ascienden a los $3000 mil millones de pesos.

Ademés, como vemos en el cuadro (4.4), se presentan los rangos en pesos o en millones y las
tasas de frecuencia de las transacciones en pesos realizados por los clientes del corresponsal no
bancario, para el primer rango que oscila entre ($0 - $20.000], son transacciones de bajo valor
monetario o de consultas de cuenta. Las transacciones realizadas con rangos significativos
corresponden a montos superiores de $ 500000 pesos.

Cuadro 4.4: Transacciones por rango de monto

| Rango de montos | Frecuencia | Tasa (%) |
(0 - 20.000] 1211 1.90
(20.001 - 50.000] 2217 3.48
(50.001 - 100.000] 4051 6.36
(100.001 - 500.000] 18883 29.65
(500.001 - 1°000000] 12343 19.38
(1°000001 - 3°000000] 22400 35.18
(3000001 - 5°000000] 2238 3.51
(>57000000 - co™)) 337 0.53

Para las transacciones por cliente se presentan en el siguiente cuadro (4.5), donde corres-
ponde al (Id), frecuencia de las transacciones realizadas en el corresponsal bancario, total
en millones y tasa de uso de transaccion. Se identifica a grandes rangos cifras a alarmantes
con la identificacién (999), donde se presenta transacciones por valor de $12363.9 millones de
pesos, y tasa de frecuencia del 17.55 %, esto podria generar un presento lavado de dinero por
las transacciones realizadas por el corresponsal, o puede suceder de que se presenta este error
por parte de tecnologia y de terceros en no reportar dicho hallazgo; otro de los individuos
corresponde al cliente anénimo (6832) con 96 transacciones por valor de $306.6 millones de
pesos, promedio mensual de $25.55 millones de pesos, que generar una presunta alerta para
la entidad, dado a que no conocemos la razén social del individuo y su actividad.

Cuadro 4.5: Transacciones por cliente

| Cliente (Id) | Frecuencia | Total millén ($) | Tasa( %) |

999 11174 12363.91 17.55
714 209 441.92 0.33
612 187 394.43 0.29
499 179 340.10 0.28
6832 96 306.60 0.15
2385 158 271.21 0.25
302 110 265.59 0.17
243 89 225.48 0.14
16 272 83.51 0.43
321 105 33.24 0.16
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En las siguientes figuras (4.1) de histogramas de forma de reloj, representan el comporta-
miento transaccional de los clientes en depdsitos y retiros en horario habitual del corresponsal
no bancario, aunque se vean similares tienen rasgos y comportamientos diferentes tal como
se pudo ver en el cuadro (4.1) los montos en millones y frecuencia de uso. La figura (4.1)(a)
corresponde a las transacciones realizadas de depdsitos y retiros, en la cual su operacion de
servicio transaccional origina a partir de las 8 de la manana, con mayor frecuencia de horario
habitual que se comprende entre las 9:00 y las 12 del medio dia, y retoman las transacciones
a partir desde las 14:00 hasta las 17:00, y baja su frecuencia de uso de servicio hasta el cierre
del corresponsal no bancario.

Figura 4.1: Transacciones en horario habitual

Transacciones por depdsitos y retiros Transacciones por depoésitos
o Yy 23 By
8000 22 2 1000 22 2
21 3 21 3
6000 3000
20 4 20 4
4000 2000
19 5 19 5
2000 1000
0 18 6 0 18 6
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(c) Retiros
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La figura (4.1)(b) corresponde a las transacciones realizadas por depésitos, en la cual
su operacion de servicio transaccional origina a partir de las 8 de la manana, con mayor
frecuencia de horario habitual que se comprende entre las 9:00 y las 11 del dia, y baja sus
operaciones de depdsito de 11 a 12 del medio dia, y retoman las transacciones a partir desde las
14:00 hasta las 17:00, y baja su frecuencia de uso de servicio hasta el cierre. Ademas, la figura
(4.1)(c) corresponde a las transacciones realizadas por depoésitos, en la cual su operacion de
servicios transaccional origina a partir de las 8 de la manana, presenta unos picos de servicio
antes del mediodia, y retoman las transacciones a partir desde las 14:00 hasta las 17:00 de
forma constante, hasta el cierre de operaciones.

4.2. Redes neuronales adversarias GANg

Dado a los objetivos general y especificos se construye una red una red neuronal adversaria
generativa (GANg), su objetivo es de entrenar una la red neuronal y alcanzar un nivel de
aprendizaje optimo para la generacion de informacién sintética en cuatro fases. Primero, se
procede a realizar una simulacion con el objetivo de encontrar el mejor ajuste de bondad con
los datos del corresponsal no bancario. Sin embargo, para tener en cuenta el entrenamiento
de la red se tuvo en cuenta los siguientes pardmetros: de funcién de activacion, nimero de
capas ocultas, nimero de épocas, y por defecto el parametro de tamano de lote (Batch Size,
en inglés) con tamano de lote de 500. Segundo, se procede a realizar el aprendizaje de la red
neuronal y se estima informacién sintética dado a la mejor funcién de activacién, ntimero de
épocas y numero de capas que obtuvo en el aprendizaje de la red dado a su arquitectura.
Tercero, se procede a realizar el contraste de inferencias del vector de medias Hotelling T*
(2.7.3) con un nivel de significancia « establecida. Cuarto, el contraste de la inferencia sobre
la matriz de covarianzas ¥ (2.7.3) con un nivel de significancia a establecida.

4.2.1. Simulacion GANg

Se realizo una simulacion con el conjunto de datos del corresponsal no bancario, se selec-
cionaron cuatro variables transaccionales valor, dia, hora y minutos donde se quiere responder
la siguiente interrogante, cudl seria la mejor funcion de activacion, y el nimero de épocas
para el mejor se ajuste de bondad con 10 interacciones por cada modelo estimado, dado que
las variables son continuas y discretas por lo tanto las (GANg) estima para cada variable una
regresién. Ademas, cada interaccion de la simulacién se promedié su gradiente y las métricas
del modelo estimado seleccionados cuadrado medio de error (MSE) y raiz cuadrada medio de
error (RMSE), donde se selecciona el valor minimo por cada funcién de activacién y nimero
de épocas.

Se estable el modelo de la red neuronal adversaria GANg dado a la siguiente figura (4.2),
donde dos redes neuronales adversarias compitiendo entre si llamadas Generador y Discrimi-
nador. La primera red neuronal Generador, estd conformada por un nimero de capas ocultas
(4,8,16,32,16,8,4 y 2) para optimizar el nivel de aprendizaje, y su funcién consiste en generar
informacion aleatoria o ruido con base a los datos del corresponsal no bancario en funcion
de la variable dependiente (7). La segunda red neuronal Discriminador, esta conformada por
un nimero de capas ocultas (4,16 y 4), y su funcién consiste en discriminar los datos del
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generador en funcién de la variable dependiente (y). Ademads, sus hiperparametros y funcién
de activacion son parametrizados en cada salida para cada variable determinada y determi-
nar el mejor ajuste de bondad y realizar las estimaciones finales para ser contrastadas por la
estadistica inferencial multivariada.

Figura 4.2: Diagrama modelo GANg

Las estimaciones de los resultados de la simulacion de la variable dependiente valor de la
transaccion y sus covariables estdn registrados en la siguiente tabla (4.6), sus métricas regis-
tran que la funcién de activacion linear tiene un mejor de ajuste de bondad con 200 épocas
con respecto a las demds, su (RMSE) determina el poder predictivo del modelo dado a las
iteraciones y promedio aritmético de su métrica de validacién y calidad del modelo. Ademas,
son algo similares en comparacion con la funcién Relu con 20 épocas, su diferencia es minima
en comparacion con las dos funciones de activacién y que tienen un mejor comportamiento
que las demas funciones y nimero de épocas. Esto quiere decir, con una cantidad minima de
épocas cumplen las expectativas de los mismos resultados como si tuviera 200 épocas y mas.

Cuadro 4.6: Valor de la transaccién en pesos ($)

Métricas | Funciones 50 ‘ =0 Epocas 00 ‘ 500
Linear 1.137.980 | 1.131.528 | 1.131.369 | 1.130.844
RMSE Relu 1.317.767 | 1.406.629 | 1.358.499 | 1.495.733
Sigmoide | 1.586.523 | 1.586.523 | 1.586.523 | 1.586.523
Linear 1.29e12 1.28¢e12 1.28e12 1.27el12
MSE Relu 1.78e12 2.02¢e12 1.89¢e12 2.27el2
Sigmoide | 2.51el2 2.51el2 2.51el2 2.51el2

Para los resultados de la simulacién, la variable dependiente dia y sus covariables estan
registrados en la siguiente tabla (4.7), sus métricas registran que la funcién de activacién
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linear tiende a tener un mejor ajuste de bondad con 200 y 100 épocas con respecto a las
demés funciones de activacion, su (RMSE) determina el poder predictivo del modelo dado
a las iteraciones y promedio aritmético de su métrica de validacion y calidad. Ademas, la
funcién Relu con 100 épocas tiende a tener un resultado regular, y la funcién sigmoide genera
pésimos resultados de mala calidad sintética.

Cuadro 4.7: Dia de la transaccion

- ' Epocas
Métricas | Funciones 50 ‘ 50 ‘ 100 ‘ 200

Linear 9,85 8,51 8,45 8,43
RMSE Relu 16,41 | 16,86 | 13,42 | 14,59
Sigmoide | 18,07 | 18,13 | 18,15 | 18,10
Linear 102,26 | 72,42 | 71,44 | 71,12
MSE Relu 279,56 | 292,36 | 201,83 | 231,97
Sigmoide | 326,67 | 328,92 | 329,64 | 327,80

Para los resultados de la simulacion, la variable dependiente hora y sus covariables estan
registrados en la siguiente tabla (4.8), sus métricas registran que la funcién de activacién
linear tiende a tener un mejor ajuste de bondad con 200 y 100 épocas con respecto a las
demés funciones de activacion, su (RMSE) determina el poder predictivo del modelo dado
a las iteraciones y promedio aritmético de su métrica de validacion y calidad. Ademas, las
funciones de activacién Relu y sigmoide genera pésimos resultados de mala calidad sintética.

Cuadro 4.8: Hora de la transaccién

,' ‘ Epocas
Métricas | Funciones 20 ‘ 50 ‘ 100 ‘ 200

Linear 3,1 4.7 3,1 3,0
RMSE Relu 13,2 | 10,9 | 10,8 6,1
sigmoide | 13,7 | 13,3 | 13,1 | 13,5
Linear 9.8 44.2 9.5 9.1
MSE Relu 173.3 | 133.9 | 133.7 | 59.3
sigmoide | 189.4 | 176.7 | 171.5 | 183.1

Para los resultados de la simulacién, la variable dependiente minutos y sus covariables
estan registrados en la siguiente tabla (4.9), sus métricas registran que la funcién de activa-
cién linear tiende a tener un mejor ajuste de bondad con 50 y 100 épocas con respecto a las
demds funciones de activacién, su (RMSE) determina el poder predictivo del modelo dado
a las iteraciones y promedio aritmético de su métrica de validacion y calidad. Ademads, las
funciones de activacién Relu y sigmoide genera pésimos resultados de mala calidad sintética.
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Cuadro 4.9: Minutos de la transaccién

/‘ ' Epocas
Meétricas | Funciones 50 ‘ 50 ‘ 100 ‘ 200

Linear 17.3 16.9 17.0 17.1
RMSE Relu 31.9 25.2 28.5 30.1
sigmoide | 33.3 33.4 33.6 33.5
Linear 298.6 | 288.8 | 289.1 | 292.8
MSE Relu 1027.6 | 687.9 | 867.5 | 950.1
sigmoide | 1106.6 | 1116.4 | 1126.0 | 1120.6

4.2.2. Inferencia sobre el vector de medias GANg

Se tomaron 12 conjuntos de datos sintéticos pronosticados por las GAN,, cada conjunto
de datos esta compuesto por variables de gran interés y de mayor valor significativo por cada
variable donde fueron seleccionadas del corresponsal no bancario, las variables seleccionadas
son el valor de la transaccién, dia, hora y minutos. Cada lote de informacién sintética cuen-
ta con 12736 registros y 4 variables. Para el conjunto de datos de muestra se elaboré un
muestreo probabilistico aleatorio simple M AS con una proporcién del 35 % con un total de
registros de 22288 registros con 4 variables, esta informacién corresponde a la informaciéon
del conjunto de datos del corresponsal no bancario.

Los resultados correspondientes de tabla (4.10), se encuentran el valor de la estadistica
Hotelling 72 que corresponde a cada lote de informacién sintética por funcién de activacién
(Lineal, Relu) y nimero de épocas (50, 100, 200, 500, 1000, 2000). Se tomé en cuenta estas dos
funciones de activacion dado a su rendimiento y desempeno en su bondad de ajuste y el valor
minimo en sus métricas de validacién del cuadrado medio de error (M SFE) y raiz cuadrado
medio de error (RMSE). Sin embargo, se toma como criterio un nivel de significancia de
a = 5% con una confiabilidad del P(1 — «) = 95%, donde, la comparacién de las dos
poblaciones permita ver su igualdad del vector de medias (y; = pe) entre los datos reales
y los sintéticos, por lo tanto propone un contraste de prueba de hipdtesis entre estas dos
poblaciones de la siguiente forma:

Ho:py=py vs Ha:py # o

Donde 7 = 1, corresponde a la muestra de los datos reales, y ¢« = 2, corresponde a cada
lote de informacion sintética de las GANg.
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Cuadro 4.10: Estadistica Hotelling 7% inferencia vector de medias u

s . Epocas

Estadistica | Funcién i—¢5 100 200 500 1000 2000
Hotelling 72 Lincal | 234905 | 64143 79.4 10.4 54.0 5.6
Relu 336350.2 | 342523.2 | 327193.7 | 322346.9 | 304425.3 | 14029.1

Estadistica (£,) Lineal 5872.1 | 16034 19.9 2.6 13.5 14
) MRelu 84080.4 | 85623.5 | 81791.4 | 80579.8 | 76099.8 | 3507.0

Dualor Lineal 0.0 0.0 0.0 0.3 0.0 0.23
Relu 0.0 0.0 0.0 0.0 0.0 0.0

Como los valores de la tabla (4.10) representa las siguientes: estadisticas Hotelling T2,
estadistica (f,) (2.7.3) y valor de probabilidad f de la prueba de hipédtesis, donde su valor del
percentil F(’; o) (2.7.3) =3.319711. se concluye estadisticamente que no existe evidencia
suficiente para rechazar la hipdtesis de igualdad del vector de medias entre los datos sintéti-
cos generados por las GANg vy los datos reales, funcién de activacion Linear para 500 y 2000
épocas, valor de probabilidad de la estadistica del 30 % y 23 %, valor superior del nivel de

significancia « del 5% resaltado con color azul.

Sin embargo, para los demads casos, su valor de probabilidad de la estadistica es menor
que el valor de significancia o del 5%, se concluye estadisticamente que existe evidencia
suficiente para rechazar la hipdtesis de igualdad del vector de medias entre los datos sintéticos
generados por las GANg y los datos reales, para sus variables valor de la transaccion, dia,
hora y minutos.

4.2.3. Inferencia matriz de covarianzas GANg

Con base a la afirmacién de prueba de igualdad del vector de medias (4.2.2), los resultados
correspondientes de tabla (4.11), se encuentran el valor de la estadistica 1) que corresponde
a cada lote de informacion sintética que corresponde por funcién de activacion y ntimero de
épocas, se tomo en cuenta dos funciones de activacion (Lineal, Relu) dado a su rendimiento
por su ajuste bondad y métricas de validacién del modelo. Su nivel de significancia o = 5% y
confiabilidad de P(1 — «a) = 95 %, donde, la comparacién de las dos poblaciones permita ver
su igualdad de variabilidad y covariabilidad (3; = ¥) entre los datos reales y los sintéticos,
por lo tanto propone un contraste de prueba de hipotesis entre estas dos poblaciones de la
siguiente forma:

H0121:EQ vs Ha:Zl#ZQ

Donde ¢ = 1, corresponde a la muestra de los datos reales, y ¢+ = 2, corresponde a cada
lote de informacion sintética de las GANg.
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Cuadro 4.11: Inferencia matriz de covarianzas X

Epocas
50 100 200 500 1000 2000
Lineal 41302 | 135490 | 446815 | 446442 | 269317 | 446467
Relu 446978 | 446820 | 443409 | 446508 | 454371 | 446370
Lineal 0.0 0.0 0.0 0.0 0.0 0.0
Relu 0.0 0.0 0.0 0.0 0.0 0.0

Estadistica Funcion

Estadistica (1))

Pvalor

Como los valores de la tabla (4.11) de la estadistica v = 2plIn(\;,) son mayores que
el percentil de probabilidad Chicuadrado xé %10) = 23.20925, se concluye estadisticamente
que existe evidencia suficiente para rechazar la hipotesis de igualdad en la variabilidad y
covariabilidad del valor de la transaccién, dia, hora y minutos.

4.2.4. Inferencia univariada en igualdad de medias y varianzas

Dado a los resultados de las pruebas de inferencia multivariantes del vector de medias
(4.2.2) y la matriz de variabilidad y covariabilidad (4.2.3) se realizan pruebas de contraste
de hipodtesis e independientes univariadas con los datos reales de muestra por cada variable
contra los datos sintéticos generados por las (GANg). En la tabla (4.12) se presenta el valor
de probabilidad de la estadistica (t) con los resultados del contraste de hipdtesis para cada
variable y por cada funcién de activacién y ntmero de épocas. Donde, (z) representa la
variable de la muestra de los datos reales, e (y) los datos sintéticos por cada variable:

Ho:p,=p, vs Ha:p.#p,

Cuadro 4.12: Valor de probabilidad (¢) igualdad de medias para dos variables

L . . Epocas

Estadisticas Variable Funcién 50T 100 500 1500 1 2000

Minutos 0.0 0.0 |0.147] 0.0 | 0.0

Hora Linear 0.0 0.0 0.0 | 0.0] 00

Dia 0.0 ] 0.057 | 0.0 | 0.0| 0.0

Pralor(t) Valor de la transaccién ($) 0.0 0.0 |0416] 0.0 | 0.0

Minutos 00| 0.0 |0311]0.0| 0.0

Hora Relu 0.0 0.0 0.0 | 0.0] 00
Dia 0.0 | 0.057 | 0.057 | 0.0 | 0.057

Valor de la transaccién ($) 0.0 | 0.054 | 0.791 | 0.0 | 0.0

Por lo tanto, con un « del 5%, se concluye estadisticamente que no existe evidencia sig-
nificativa para rechazar H,, para las variables minutos, dia y valor de la transaccién con
funcién linear y nimero de épocas de 200, 100 y 200. Ademads, para las variables minutos,
dia y valor de la transaccién con funcién Relu y ntmero de épocas de 100, 200 y 2000 no
rechaza Hj. Sin embargo, para las demas se rechaza la hipétesis Hy dado que existe evidencia
significativa estadisticamente que no son iguales en promedios.
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Las pruebas de igualdad de varianzas de los datos reales de muestra por cada variable, y
los datos sintéticos generados por las (GANg), y sus resultados del valor de probabilidad de
la estadistica (f) por cada prueba de funcién de activacién y nimero de épocas:

Ho:aizai vs Ha:cri;«éa;

Se concluye estadisticamente que existe evidencia significativa en rechazar Hy, las varia-
bles de la muestra y los sintéticos no son iguales en variabilidad, dado por las pruebas de
contraste independientes univariadas.
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Capitulo 5

Discusion y Conclusion

Las redes neuronales adversarias generativas (GANg) son una estructura de estado del
arte de Deep Learning y de un conjunto de técnicas de la inteligencia artificial que fueron
disenadas para generar muestras en iméagenes, sonidos, textos entre otros. Este trabajo esta
enfocado de una forma transversal en la aplicaciéon de modelos de aprendizaje automatico de
regresion en la generacién de informacion sintética de alta calidad para el sector financiero.
Los resultados sintéticos construidos por las (GANg) que se obtuvieron fueron satisfactorios
teniendo en cuenta que su diseno y funcion principal no es de generar informacién por medio
de modelos de aprendizaje automatico.

Dado a los resultados sobre el vector de medias (4.2.2), la generacién de informacién
sintética nos ha permitido obtener informacién con las mismas bondades probabilisticas mul-
tivariadas de informacion estadisticamente significativa entre los datos reales y los sintéticos.
Esto nos hace comprender que las (GANg) abarcan una gran complejidad de lineas de apli-
cacion y usos en la inteligencia artificial. Sin embargo, las pruebas de inferencia de la matriz
de varianzas y covarianzas (4.2.3) no son estadisticamente significativas en la igualdad de
las dos poblaciones contrastadas, esto quiere decir que los datos originales de prueba y los
sintéticos no cumplen ciertas propiedades que fueron planteadas al inicio de este trabajo.

Los datos sintéticos generados por las (GANg) nos permite abrir un panorama de investi-
gacién y aplicacion para el perfeccionamiento de generacion de informacién sintética de alta
calidad. Las limitaciones fueron un obstaculo en la aplicacion y diseno de la arquitectura para
la generacién de las dos redes neuronales adversarias generativas (GeneradoryDiscriminador).
Ademas, nimero de capas ocultas, tamano de lotes de muestra o ventanas de tiempo, funcio-
nes de activacion, capacidad computacional de aprendizaje, estimacion de los resultados y un
gran numero de horas de espera en la generacién de informacion sintética. Adicionalmente,
la generacion de informacién sintética es una nueva herramienta para el desarrollo cientifi-
co cuando no se cuenta con informacién real y veridica, por lo tanto, las redes neuronales
adversarias generativas cumplen con los objetivos propuestos disenados para cumplir ciertas
expectativas de generacién de informacién sintética de alto nivel para el lavado de activos.
Por lo tanto, el contraste cientifico estadistico inferencial multivariada permite dar respuesta
a ciertos interrogantes con mayor potencial y credibilidad.
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Ademas, se practicaron pruebas de inferencia univariada para el contraste de igualdad de
promedios y varianzas para dos muestras independientes (4.2.4), una representa el conjunto
de datos de prueba real y esta conformada por las siguientes variables: valor de la transaccién,
dia, hora y minutos con un total de 22.288 registros. La segunda corresponde a la informacion
sintética generada por las (GANg) con la misma cantidad de variables y 12.736 registros esti-
mados, cada una de ellas esta generada con una funcion de activacion diferente y un niimero
de épocas determinadas. Por lo tanto, se concluye estadisticamente una mayor proporcién de
casos que cumplen las bondades de igualdad en promedios para cada una de las variables con
parametros mayor o igual a 100 épocas con funciones de activacién Linear y Relu, los datos
reales del corresponsal no bancario y la informacién sintética son hipotéticamente iguales.
Para el caso univariado en la igualdad de varianzas, existe evidencia estadisticamente signifi-
cativa de rechazar la igualdad de varianzas entre las variables de la muestra de datos reales y
las estimaciones de informacién sintética por las GANg, para ninguna funcién de activacion
y numero de épocas.

Se concluye que las (GANg) generan informacién sintética de alta calidad con base en
los datos del corresponsal no bancario a nivel multivariado, donde su vector de medias es
estadisticamente significativo en igualdad para los datos reales y los sintéticos. Por lo tanto,
con un grado mas de flexibilidad en pruebas e independientes univariada para cada variable,
su tasa de casos de aceptacién es méas alta para promedios sacrificando la potencia estadistica.
Ademas, a nivel multivariado y univariada no presentan igualdad de varianzas y covarianzas
para pruebas e independientes.

En un trabajo futuro, se busca revisar con series de tiempo el comportamiento transaccio-
nal de los datos del corresponsal no bancario con metodologias de alto nivel de aprendizaje
profundo, donde se quieren responder interrogantes de comportamientos de clientes sospe-
chosos y deteccién de patrones inusuales.
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