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1.3. Aprendizaje Automático . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 8

1.3.1. Aprendizaje profundo (Deep learning) . . . . . . . . . . . . . . . . . 8
1.3.2. Redes neuronales artificiales . . . . . . . . . . . . . . . . . . . . . . . 8
1.3.3. Redes neuronales recurrentes (RNN) . . . . . . . . . . . . . . . . . . 9
1.3.4. Red LSTM . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 10
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3.5. Gráfico de pérdida en el entrenamiento y conjunto de datos de prueba . . . . 25



Resumen

En los últimos años, predecir el comportamiento del Indicador Bancario de Referencia
(IBR) ha tomado mayor relevancia por su importancia en el mercado monetario de Colombia.
El objeto de este documento está centrado en demostrar la eficiencia de las redes LSTM, que,
mediante su memoria a largo y corto plazo, pueden generar predicciones de series temporales
comparables con el modelo predictivo para estudios econométricos ARIMA; haciendo uso
de la metodoloǵıa CRISP-DM como lineamiento gúıa para la investigación. Aśı mismo, se
analizó y comparo la incidencia que tiene la tasa representativa del mercado (TRM) y la
tasa de los bonos de deuda pública a 10 años (TES) con este indicador, buscando determinar
su correlación a través del método Pearson. Finalmente, se evaluó con el error cuadrático
medio (RMSE) la eficiencia del modelo, haciendo uso de una red LSTM multivariable con
tres entradas (IBR, TES y TRM) y una salida.

Palabras Claves

Serie de tiempo, Aprendizaje Automático, Indicador Bancario de Referencia (IBR), Red
LSTM, error cuadrático medio (RMSE), ARIMA, Coeficiente de correlación Pearson.

Abstract

In recent years, predicting the Benchmark Banking Indicator (IBR) behavior has become
relevant due to its importance in the Colombian money market. The purpose of this document
is focused on demonstrating the efficiency of LSTM networks, which through their long and
short-term memory, can generate predictions of time series comparable with the predictive
model for econometric studies ARIMA. I use the CRISP-DM methodology as a research
guideline. Likewise, it was analyzed and compared, the incidence of the representative market
rate (TRM) and the rate of 10-year public debt bonds (TES) with this indicator, seeking
to determine its correlation through the Pearson method. Finally, the model efficiency was
evaluated with the mean square error (RMSE), using a multivariable LSTM network with
three inputs (IBR, TES, and TRM) and one output.

Keywords

Time Series, Machine Learning, Benchmark Banking Indicator (IBR), LSTM Network,
Root Mean Square Error (RMSE), ARIMA, Pearson Correlation Coefficient.
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Introducción

El Banco de la República y el Ministerio de Hacienda y Crédito Publico, con el propósito
de tener un indicador confiable que reflejara la liquidez del mercado monetario, crearon en el
2008 el Indicador Bancario de Referencia (IBR). Este indicador relaciona el precio al que los
bancos están dispuestos a ofrecer o a captar recursos en el mercado interbancario, lo que lo
convierte en una referencia indispensable para las operaciones financieras de corto plazo. En
este mecanismo se establecen cuatro plazos de cotización (overnight, un mes, tres meses y
seis meses) y, a partir de él, se calcula con la mediana de las cotizaciones de los participantes
y se publica en los sistemas de información del Banco de la República. Varios mercados
utilizan indicadores semejantes que se convirtieron en referentes para el IBR, principalmente,
el London InterBank Offered Rate (LIBOR) de Londres, el Euro Interbank Offered Rate
(EURIBOR) de la zona Euro, y algunos más recientes como la Tasa de interés interbancaria de
equilibrio (TIIE) de México, para listar algunos [1–3]. Estos indicadores utilizan las tasas de
referencia interbancaria y se han buscado a través de varios estudios determinar su pronóstico
utilizando técnicas de aprendizaje automático y, más recientemente, de aprendizaje profundo.

En Colombia se registran pocos trabajos similares con esta clase de técnicas y, enten-
diendo la relevancia de estos indicadores para los mercados financieros, surge la necesidad de
desarrollar un modelo de predicción del comportamiento del Indicador Bancario de Referen-
cia (IBR). Para esto se hace necesario el uso de la metodoloǵıa CRISP-DM para determinar el
proceso que facilite identificar algunas de las mejores técnicas de modelado. Varios estudios
han utilizado modelos de series temporales con la ayuda de los principios del aprendizaje
automático y el uso de técnicas como la red LSTM para hallar la predicción de la tendencia
en diferentes casos de estudio, los cuales arrojaron importantes resultados.

En los últimos años se ha utilizado la metodoloǵıa LSTM en varios estudios para predecir
y clasificar texto con la ayuda de redes neuronales recurrentes (RNN) entre ellas las redes
LSTM [4], también para predecir las cargas de trabajo [5], la dependencia a largo plazo de
series temporales con datos financieros [6], la detección temprana de un shock séptico con el
objetivo de reducir la mortalidad en pacientes [7], los precios de la acciones en la apertura
del mercado bursátil [8], la trayectoria de un veh́ıculo con datos de condición reales [9] o los
lugares para la exploración minera [10] para citar algunos.

Otros estudios usan las metodoloǵıas de aprendizaje automático para predecir indicadores
financieros y económicos. Usando el algoritmo genético puro (GA) y el algoritmo genético in-
tegrado con la Red Neural Recurrente (GA + RNN) para predecir la tasa LIBOR en USD [11].
Otros proponen predecir con redes neuronales el cambio diario del precio de la tasa de interés
LIBOR y el el ı́ndice bursátil estadounidense Standard and Poor’s 500 (S&P 500) [12] o el
uso de redes neuronales en el pronóstico de las acciones de mayor bursatilidad de Colombia
(Ecopetrol y Preferencial Bancolombia) cotizadas en el mercado local y en el mercado esta-
dounidense a través del esquema de American Depositary Receipt (ADR) [13]. Otros trabajos
han usado la metodoloǵıa para pronosticar variables económicas como la inflación para el caso
de México a través de una red neural artificial (RNA) con un enfoque estacional y un proceso
AR [14], para el caso de Costa Rica en el que se compara el rendimiento de algunas técnicas
de Machine Learning (K-Nearest Neighbours (KNN), bosques aleatorios, extreme gradient
boosting y un modelo de tipo long short-term memory (LSTM)) [15] o para el caso de Chile
para pronosticar la inflación y subyacente del IPC con métodos de Machine Learning y Big



Data [16]. Finalmente algunos trabajos que hacen un análisis mediante técnicas de Machine
Learning como las redes LSTM y ARIMA (autoregressive integrated moving average) para
predecir el precio de cierre de las criptomonedas [17]. De esta forma, ¿cómo esta metodoloǵıa
podŕıa aplicarse en un indicador interbancario?, ¿cómo integrarla en la interacción con otras
variables financieras? Esta investigación busca contribuir en la definición y generación de
una predicción confiable de la serie temporal del Indicador Bancario de Referencia (IBR) y
ver en un ambiente comparativo la eficiencia de las redes LSTM tanto supervisadas como no
supervisadas. Adicionalmente, busca establecer la confiabilidad, aśı como las limitantes, de
las herramientas de aprendizaje automático en variables financieras en las que habitualmente
los análisis econométricos han sido ampliamente usados. Para lograr esto, este documento
se desarrolla de la siguiente forma. Una primera sección presenta varios conceptos que son
utilizados durante el desarrollo de trabajo. Una segunda sección presenta los materiales y
métodos que se implementan en el proceso de pronóstico. Una tercera sección presenta los
resultados y una sección final de discusión y conclusión.
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Caṕıtulo 1

Preliminares

A continuación se hace una revisión básica de algunos conceptos que son usados en el
desarrollo del documento y que facilitan el entendimiento de su integración.

1.1. Indicador Bancario de Referencia (IBR)

El Indicador Bancario de Referencia (IBR) es la tasa de interés de corto plazo para el
peso colombiano, esta refleja el precio al que los participantes en sus esquemas de formación
están dispuestos a ofrecer o a captar recursos en el mercado monetario. El indicador desde
su formación definió unas reglas generales para garantizar una administración adecuada y
transparente del esquema, que contará con entidades Participantes, entidades Aspirantes,
el Banco de la República en calidad de administrador del esquema, el Comité Rector y la
Cámara de riesgo central de contra parte, determinada por el Comité Rector, en calidad de
entidad de compensación y liquidación. El presente estudio se va desarrollar con un esquema
de formación del IBR overnight, el cual funciona de la siguiente manera:

Las cotizaciones por parte de los participantes se realizan diariamente entre 10:00 a.m.
y 10:15 a.m., luego el Banco de la República toma en cuenta solo la última tasa de
cotización recibida de cada entidad participante.

El Banco de la República publicado a las 11:00 a.m. el IBR overnight.

Los recursos interbancarios transferidos se deberán realizar antes del cierre de la plata-
forma SEBRA.

El pago o la devolución de los créditos interbancarios entre los participantes se realiza
de manera automática a través de la plataforma que el Banco de la República disponga
para el efecto [18]

1.2. Series de Tiempo

Una serie de tiempo se le dice a cualquier variable que conste de datos reunidos, registra-
dos, ordenados cronológicamente u observados sobre incrementos sucesivos de tiempo donde
usualmente son dependientes entre śı. En consecuencia, es una secuencia ordenada de ob-
servaciones sobre una variable en particular y su principal objetivo es el análisis para hacer
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pronósticos. [19] Las series de tiempo mediante descomposición clásica se puede disgregar en
componentes como la tendencia, la estacionalidad, el ciclo y la irregularidad. Partiendo de
esto se han evidenciado varios estudios en economı́a, mercadeo, demograf́ıa o medio ambiente
en los que se utilizan estos principios para determinar proyecciones.

En relación a lo anteriormente expuesto, es preciso mencionar que el Indicador Bancario
de Referencia (IBR), por la naturaleza de los datos, se constituye como una series temporal
no estacionaria, debido a que la tendencia y/o variabilidad cambian en el tiempo y no oscila
alrededor de un valor constante.

1.3. Aprendizaje Automático

El Aprendizaje Automático se puede definir como el modelado informático en el que
los procesos de aprendizaje pueden ser orientados a tareas, a simulaciones cognitivas o al
análisis teórico. De esta forma, el desarrollo de una tarea se hace a través de la simulación del
aprendizaje humano con el uso de algoritmos [20], donde estos algoritmos están constituidos
por una estructura estad́ıstica y algebraica con capacidad de cálculo.

Hay dos clases de aprendizaje automático: el aprendizaje automático no supervisado que
realiza su procesamiento únicamente a las entradas y su resultado corresponde a una lógica
exploratoria y el aprendizaje automático supervisado que busca la fiabilidad de los parámetros
del algoritmo mediante un corpus clasificado manualmente. Estos corpus se dividen en dos
el primero se encarga del desarrollo (development test) que es el aprendizaje del algoritmo y
el segundo se encarga de la prueba (test corpus) el cual evalúa la calidad del algoritmo ya
entrenado [21].

Dentro del aprendizaje automático y para comprender la metodoloǵıa aplicada, es pru-
dente mencionar en que consiste el aprendizaje profundo (Deep learning) las redes neuronales
artificiales, las redes neuronales recurrentes (RNN) y las redes LSTM.

1.3.1. Aprendizaje profundo (Deep learning)

El aprendizaje profundo es un enfoque de estructuras lógicas jerárquicas similar al sistema
nervioso e imita algunas caracteŕısticas de este, permitiendo generar modelos computacionales
compuestos de múltiples capas de procesamiento para aprender de los datos. Este procesa-
miento está compuesto por redes neuronales artificiales entrelazadas, utilizadas mayormente
para predicciones (Figura 1.1). En la actualidad se han logrado varios avances con esta cla-
se de algoritmos en temas como reconocimiento de imágenes, investigaciones médicas, entre
otros [22].

1.3.2. Redes neuronales artificiales

Las redes neuronales artificiales están inspiradas en las neuronas biológicas que se conectan
y se comunican por medio impulsos. En nuestro caso, esas redes están formadas por nodos
mas conocidos por neuronas artificiales comunicadas por señales y unas de sus principales
caracteŕısticas es que pueden aprender, generalizar y abstraer información de un grupo de
datos, Según McCulloch y Pitts [23], las redes neuronales artificiales se pueden representar
de la siguiente manera (Figura 1.2).
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Figura 1.1: Modelo Aprendizaje Profundo

Figura 1.2: Modelo abstracto de una neurona artificial según McCulloch y Pitts

1.3.3. Redes neuronales recurrentes (RNN)

Las redes neuronales recurrentes son una clase de redes neuronales artificiales que permi-
ten comportamientos dinámicos o arbitrarios en las conexiones de las neuronas(Figura 1.3);
Sin embargo estas pueden consumir mas memoria que otras clases de redes neuronales. Hay
unos modelos muy conocido de este tipo de redes entre los que se encuentran la red RNN
bidireccional o de tiempo continuo y las redes Hopfield [24].

Estas redes RNN son útiles para el análisis de secuencias como sonidos o textos y según
el número de capas ocultas, existen varias clases de este tipo de redes como SRN o Elman,
GRU y una de las más conocidas la red LSTM.
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Figura 1.3: Modelo redes neurona recurrentes (RNN)

1.3.4. Red LSTM

Las redes LSTM (Long-Term Short Memory) hacen parte de la familia de redes neuronales
recurrentes (RNN) y es una de las más importantes por su capacidad de evitar el problema de
dependencia a largo plazo, además puede guardar y aprender de la información por periodos
largos de tiempo. Este tipo de redes por su caracteŕısticas de conexiones que se retroalimentan,
son útiles tanto para secuencias de datos como para datos individuales.

1.4. Metodoloǵıa CRISP-DM

La metodoloǵıa con la que se desarrollo esta trabajo es la CRISP-DM (Figura 1.4), esta
metodoloǵıa describe como implementar un proyecto de mineŕıa de datos en seis simples
pasos:

La comprensión del negocio establece los objetivos del negocio, evalúa la situación,
establece los objetivos o el alcance y finalmente genera el plan del proyecto estableciendo
las herramientas, equipos y tecnoloǵıas.

La comprensión de los datos es la actividad donde se recopila, se describe, se explora
y se verifica la calidad de los datos.

La preparación de los datos es la actividad donde se selecciona, se limpia, se cons-
truye, se integra o se formatea los datos.

El modelado es una de las partes más importantes de esta metodoloǵıa donde se
debe seleccionar la mejor técnica de modelado, se diseña la evaluación, se construye el
modelo y se evalúa el modelo.

La evaluación es la actividad donde se evalúa los resultados, se revisan el proceso, se
estable los pasos o acciones a seguir y se podrá determinar si son útiles a las necesidades
del negocio.
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El despliegue es un paso donde se explora la utilidad de los modelos [25].

Figura 1.4: Modelo Proceso CRISP-DM
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Caṕıtulo 2

Materiales y Métodos

2.1. Preparación de los datos

Preliminarmente, se obtuvo de la página web del Banco de la República de Colombia,
los datos históricos del plazo overnight del Indicador Bancario de Referencia (IBR) desde su
primera publicación el d́ıa 2 de enero de 2008 a el 2 de febrero de 2020. Este conjunto de
datos está dividido en 21 columnas (Información proporcionada por los bancos participantes
para el cálculo de del indicador y el cálculo del IBR nominal y efectivo). Posteriormente, se
complementó con los datos hasta el 15 de junio de 2020 para lograr un entendimiento del
comportamiento generado por consecuencia del COVID-19.

Para los datos con los que se comparó el indicador (TRM y la TES (10 años)), se tomó el
mismo rango de tiempo y al igual que el IBR se descargó en formato csv donde se tuvo que
mejorar la calidad de los datos y aśı empezar su análisis con el modelo de machine learning.
Para lograr datos más óptimos se determinó la tasa de variación de cada uno de los conjuntos
de datos que se compararon, con el fin de tener datos semejantes y poder ver de forma más
clara los cambios que experimentan los datos a través del tiempo (Figura 2.1).

Figura 2.1: Tasa de variación
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2.2. Modelo

El método para la predicción del Indicador Bancario de Referencia (IBR) está constituido
por una Red Neuronal Recurrente LSTM (Figura 2.2) que aprende de los datos históricos
a largo plazo. Este método utilizado en Aprendizaje profundo (Deep learning) aprende los
valores futuros de una serie temporal en función de los valores anteriores y, como toda red
neuronal recurrente RNN , permite conexiones arbitrarias entre las neuronas generando una
temporalidad y desde luego memoria.

Figura 2.2: Estructura LSTM implementada

Es decir, la red LSTM tiene una arquitectura recurrente el cual dispone de conexiones
que retroalimentan las capas de la red, permitiendo analizar los mismos problemas que una
máquina de Turing. Una red neuronal recurrente tradicional está compuesta por una sola
capa, la cual calcula el peso que van a tener los datos históricos. En las redes LSTM del sistema
de persistencia se definen cuatro puertas o unidades (Figura 2.3) que interactúan entre śı.
Por tanto, las redes LSTM solucionan el problema del largo plazo con el que se encuentran
las redes neuronales recurrentes tradicionales, logrando aśı que el resolver el problema que
surge cuando se necesitan datos de muchos ciclos atrás para realizar la predicción del ciclo
siguiente [26].
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Figura 2.3: Primer Modelo LSTM

Este algoritmo LSTM utiliza una de las formas de RNN más comunes, capaz de procesar
una secuencias de longitudes arbitrarias aplicando recursivamente una función de transición
a su vector de estado oculto interno de la secuencias de entrada [4] y evita problemas de
dependencia a largo plazo para predecir series de tiempo. Según Hochreiter y Schmidhuber [8],
este modelo consiste en un conjunto único de células de memoria que reemplazan las neuronas
de la capa oculta del RNN y su clave es el estado de las celdas de memoria que filtran
información a través de la estructura de la puerta. Matemáticamente, una celda de la red
LSTM se representa de la siguiente manera (Figura 2.4).

Entrada

Xt= valor de la secuencia en el instante t

ht−1= salida de la unidad LSTM en el paso anterior

Ct−1= estado de la unidad LSTM

Salida

Se conforma por un nuevo estado o una neurona auto-recurrente, que es la combinación
entre Ct−1 y el candidato a nuevo estado C̃t, donde podemos ver ft y it como el grado
de influencia de Ct−1 y C̃t.

Ct = ft ∗ Ct−1 + it ∗ C̃t (2.1)

y la salida de la unidad o celda, seŕıa

ht = ot ∗ tanh(Ct) (2.2)

14



para hallar el nuevo candidato se utiliza la siguiente ecuación

C̃t = tanh(WC [ht−1, Xt] + bC) (2.3)

Donde WC [ht−1, Xt] representa las entradas y los datos recurrentes, y [ht−1, Xt] conca-
tena los vectores ht−1, Xt y bC .

Con el nuevo candidato hallado se calcula un nuevo estado

Ct = ft ∗ Ct−1 + it ∗ C̃t (2.4)

Ahora se calcula el ft forget gate o puerta de olvido

ft = σ(Wf [ht−1, Xt] + bf ) (2.5)

la it external input gate o puerta de entrada externa

it = σ(Wi[ht−1, Xt] + bi) (2.6)

Para terminar, se calcula otra vez el nuevo estado con la ecuación 2.4, se calcula la
salida de la red LSTM con la ecuación 2.2 y se determina Ot output gate o puerta de
de salida.

ot = σ(Wo[ht−1, Xt] + bo) (2.7)

Figura 2.4: Segundo Modelo LSTM

Finalmente, para validar los datos obtenidos, primero se compararán los resultados de la
red LSTM con los de ARIMA para determinar su calidad en la predicción y seguidamente se
evalúa con una red LSTM multivariable el error cuadrático medio (RMSE por sus iniciales
en ingles) para determinar el error del modelo (Figura 2.5).
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Figura 2.5: Proceso del Modelo

2.3. Coeficiente de correlación

El coeficiente de correlación busca establecer si hay alguna asociación entre dos variables
cuantitativas aleatorias que tienden a ser mayores (o menores) a medida que aumentan los
valores de la otra variable; se pude determinar su correlación mediante el resultado que puede
fluctuar entre 1 y -1 y su proximidad a 0 puede indicar una no correlación o baja correlación
lineal(2.8).

− 1 ≤ ρ ≤ 1 (2.8)

2.3.1. Coeficiente de correlación Pearson

Con el coeficiente de correlación Pearson se puede observar con facilidad la similitudes p
no entre las variables o los individuos. Adicionalmente, mide la fuerza o el grado de asociación
que posee una distribución normal bivariada conjunta [27]. Este coeficiente se expresa de la
siguiente manera (2.9)

ρ =
cov(x, y)

σxσy
(2.9)

donde:

si ρ es positivo la relación es directa entra las variables.

si ρ es negativo la relación es inversa entra las variable, es decir cuando una aumenta
la disminuye.

Si ρ es mayor de 1 o -1 hay una relación perfecta entre ambas variables.

si ρ es igual a 0 no hay relación entra las variables, sin embargo puede existir una
relación no lineal
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2.3.2. ARIMA

El modelo ARIMA es el proceso estocástico más conocido para el estudio de series tem-
porales en temas econométricos, desarrollado por Box y Jenkins. Este modelo que por sus
siglas quiere decir (autoregressive integrated moving average) se deriva de tres componentes:
AR (Auto regresivo) I (integrado) y MA (medidas móviles), y logra interpretar valores en
funciones lineales con componentes ćıclicos o estacionales. Este modelo supone valores futuros
combinando valores pasados si son lineales [28], esto se expresa de la siguiente manera(2.10).

ρ = yt = φ1yt−1 + φ2yt−2 + ...+ φpyt−p + εt − θ1εt−1 − ...− θqεt−q (2.10)

Sin embargo, si el grupo de datos no corresponden a una linealidad o no se adecua a este
comportamiento, el modelo ARIMA se ve limitado.

2.4. Modelado

2.4.1. Predicción del IBR, TES y TRM

En esta primer etapa de la investigación, con las series temporales del IBR, la TRM y
los TES (10 años) en el mismo rango de tiempo (Figura 2.6), se determinó la predicción
independiente de cada una estas, haciendo uso de redes LSTM con cincuenta neuronas en la
primer capa oculta y una en la capa de salida, ajustada a diez épocas con un tamaño de 20
lotes.

Figura 2.6: IBR, TES and TRM Signs

Posteriormente, se evaluó la predicción de estas mismas variables con el modelo ARIMA
y se comparó con los resultados obtenidos de la predicción con la red LSTM. Finalmente, se
calculó algunos comportamientos estad́ısticos de las variables y se determinó su correlación.
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2.4.2. Calculo del error de la red LSTM

En esta segunda etapa de la investigación y al comprobarse la eficiencia y la calidad en
la predicción del modelo de aprendizaje automático LSTM al ser comprada con ARIMA, se
procedió a comprobar su validez con la ayuda de una red LSTM múltiple con tres entradas
(Figura 2.6) y una salida, donde se evaluó el modelo con ayuda del error cuadrático medio
(root mean squared error RMSE) (Ecuación 2.11) y el error absoluto medio (MAE) (Ecuación
2.12).

Mediante el uso del error cuadrático medio, se evalúa la diferencia entre los datos reales
y los pronosticados, calculando la media de los cuadrados del error.

RMSE =

√√√√ 1

n

n∑
j=1

(yj − ŷj)2 (2.11)

Y con el uso de error absoluto medio (MAE) se puede limitar el error donde al elevar
al cuadrado la diferencia solo se observa más los errores mas altos y se afecta la calidad del
resultado final.

MAE =
1

n

n∑
j=1

|yj − ŷj| (2.12)

Inicialmente, se normalizo las series temporales o señales de entrada y se convirtió a un
problema de aprendizaje supervisado. La importancia de hacer este cambio radica en el hecho
que se hacen necesario los patrones de entrada (X) y de salida (y) para que el algoritmo pueda
aprender a predecir el patrón salida con los patrones de entrada, convirtiendo los DataFrame
con t-1 como X y t como y. Al ejecutar el código podemos ver las tres series temporales
(señales) de entrada y la variable var1(t) que es la predicción de salida (Figura 2.7).

Figura 2.7: Conjunto de datos transformados

Luego se definió y se ajustó el modelo, donde se ponen 50 neuronas para la primera capa
oculta y una neurona en la capa de salida, se ajusta con 50 épocas de entrenamiento y un
tamaño de 20 lotes. Finalmente, se ejecuta el modelo con aproximadamente 200 horas de
datos para entrenamiento y aproximadamente 2.800 horas para pruebas de las variables de
entrada como las de salida. Donde se realizó un seguimiento tanto del entrenamiento como
de la pérdida de pruebas durante el entrenamiento.
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Caṕıtulo 3

Resultados

Con el fin de identificar la incidencia entre los conjuntos de datos del Indicador Bancario
de Referencia (IBR) y su comparación con la TRM y la tasa de rendimiento de los TES a 10
años, se encontraron los siguientes resultados.

3.1. Análisis del Indicador Bancario de referencia (IBR)

El Indicador Bancario de referencia (IBR) inicio como respuesta para subsanar las ano-
maĺıas crediticias desencadenadas con el DTF y elevar estándares de credibilidad y trans-
parencia. Desde su inicio en el 2008, el indicador presento algunas fluctuaciones crecientes
y decrecientes donde las más significativas fueron en el periodo de 2008-2010 y 2016-2018,
y en el 2020 desde marzo se evidencia que decrece hasta 2.742 generado por la pandemia
(Covid-19)(Figura 3.1a).

Según la frecuencia de los datos, se determinó que la mayoŕıa de los datos se encuentran
en un rango de 4 y 5 % y fluctúa entre 2.728 y 10.044 % con una media = 5.0661, mediana =
4.499, desviación estándar = 1.9098 y varianza = 3.6474 (Figura 3.1b). Adicionalmente, se
comparó la eficiencia de los modelos predictivos Red LSTM con los modelos ARIMA (Figura
3.1c). De acuerdo con los datos generados, la confiabilidad de estos dos modelos predictivos
es alta, donde se tomó una muestra de tiempo en el cual la fluctuación del Indicador se pudo
ver afectado por el impacto de la pandemia (Covid-19).

3.2. Análisis de los T́ıtulos de Deuda Pública (TES 10

años)

La importancia de comparar la tasa de rendimiento de los TES con el IBR radica en el
hecho que los TES son el t́ıtulo de mayor inversión en el mercado de capitales y los bancos
a través del programa de creadores de mercado son quienes dan liquidez a los bonos, por tal
razón, la emisión de bonos se relacionan en cierto modo con el IBR, igual porque los bonos
se estructuran sobre un cupón que es una tasa de interés.

Durante este periodo de tiempo, el comportamiento de los TES presentó un cáıda en el
rendimiento entre 2009-2015 y en el 2020, motivado por la pandemia (Covid-19), hay un
incremento en el rendimiento hasta el 24 de marzo, momento en el cual nuevamente comenzó
a descender hasta un mı́nimo de 5.985 %. (Figura 3.2a)
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Predicción

Figura 3.1: Resultados IBR
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Predicción

Figura 3.2: Resultados TES
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La frecuencia de los datos determina que la mayoŕıa de estos se encuentran en un rango
entre 6 y 8 % y fluctúa entre 4.94651388919636 y 14.18142693689 % (Figura 3.2b) con una
media = 7.8261, mediana = 7.3593, desviación estándar = 1.6028 y varianza = 2.5691. Al
igual que se hizo con los datos del IBR, se compararon los datos con los modelos predictivos
Red LSTM y ARIMA, generando unos resultados en los que se confirma su confiabilidad
después de las predicciones con los dos modelos (Figura 3.2c).

3.3. Análisis de la Tasa Representativa del Mercado

(TRM)

La TRM ha fluctuado por diferentes motivos tanto globales como internos de la economı́a
colombiana. El comportamiento de la TRM durante este rango de tiempo presenta una
tendencia alcista, cabe destacar que este crecimiento se presenta de manera más visible desde
finales del 2015, aśı como se muestra en la Figura 3.3a. Es preciso mencionar que por motivos
de la pandemia (Covid-19) en el primer semestre de 2020 se llegó a un tope histórico del valor
de la TRM, alcanzando un valor de COP 4,153.91 en marzo.

Por otro lado, la frecuencia de los datos de la TRM determina que la mayoŕıa de los
datos se encuentran en un rango de 1800COP y 2100COP y fluctúa entre 1652,41COP y
4153,91COP con una media = 2423,7979 y mediana = 2158,58 (Figura 3.3b). Finalmente,
al igual que se hizo con los datos del IBR y los TES, se compararon los datos con los modelos
predictivos Red LSTM y ARIMA, generando una confiabilidad aceptable para los dos casos
(Figura 3.3c).

3.4. Análisis de correlación

Se determinó el coeficiente de correlación con el método Pearson, donde se analizaron tres
variables cuantitativas IBR, TES y TRM transformadas previamente a tasa de variación de
las cuales se obtuvieron los siguientes resultados (Figura 3.4):

Análisis IBR/TES: ρ = 0.045286

Análisis IBR/TRM: ρ = 0.002741

En los resultados obtenidos se puede evidenciar que no se cumple el supuesto de normali-
dad bivariada conjunta debido a que la variable ancho no se ajusta a la distribución gaussiana
o normal y es posible que exista una relación no lineal entre las variables evaluadas por su
cercańıa a 0.

3.5. Análisis del error del modelo de la red LSTM su-

pervisada

Con el modelo ajustado y con los pronósticos del conjunto de datos de prueba se calculó la
puntuación del error del modelo, calculando el error cuadrático medio (RMSE) generando un
resultado de 0.013 (Figura 3.5), este resultado nos confirma la eficiencia de la red LSTM en
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Predicción

Figura 3.3: Resultados TRM
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la predicción. Para este caso, se utilizó la versión eficiente de Adam del descenso de gradiente
estocástico y la función de pérdida de Error Absoluto Medio (MAE).
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Figura 3.5: Gráfico de pérdida en el entrenamiento y conjunto de datos de prueba
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Caṕıtulo 4

Discusión y Conclusión

Se puede considerar aceptable, desde el punto de vista del objetivo de la investigación,
la fiabilidad de los datos obtenidos con el modelo propuesto (red LSTM). Los resultados
contemplan un margen de error bajo entre los datos reales y predichos, observando una alta
calidad en los datos generados. Adicionalmente, desde el punto de vista del despliegue de
la metodoloǵıa CRISP-DM, se puede determinar que es factible la generación de diferentes
investigaciones, tanto en ambientes financieros y económicos que habitualmente usan me-
todoloǵıas econométricas como en otras áreas, en los cuales se pueden producir resultados
de calidad. Si bien, es preciso mencionar que hay pasos de la metodoloǵıa que son de alta
complejidad y conllevan mucho tiempo como la extracción y limpieza de datos o la elección
del modelo, esta metodoloǵıa brinda una confiabilidad en el resultado final.

Con el desarrollo paso por paso de la metodoloǵıa CRISP-DM y su ciclo de vida para
proyectos de mineŕıa de datos, se pudo evidenciar de forma clara todo el procedimiento y el
tratamiento de los datos desde su comprensión hasta el despliegue, incluyendo fases vitales
como el modelado de datos en el cual se determinó como eje central de la investigación la
predicción del Indicador Bancario de Referencia (IBR) con ayuda de una red LSTM multi-
variable supervisada; seguido por determinar su error cuadrático medio (RMSE).

Al comprobar la eficiencia en la predicción de la temporalidad del indicador con el método
tradicional utilizado comúnmente para la predicción de series temporales ARIMA y al someter
los datos en un sistema de red LSTM multivariable con tres entradas y una salida y determinar
su error cuadrático medio (RMSE), concluimos que los resultados obtenidos con la red LSTM
y su procesamiento interno de cuatro puertas incluyendo una puerta de olvido, robustece la
predicción haciéndola altamente confiable que es semejante a los datos obtenidos con otro
modelo predictivo y su error comparando el valor observado con el conocido es bajo.

Al determinar los datos de entrada para la red LSTM multivariable, además del Indicador
Bancario de Referencia (IBR) se consideró relacionarlo con la TES en un término de 10 años y
la TRM en el mismo rango de tiempo y con tasa de variación; donde igualmente se determinó
su eficiencia con la red LSTM simple, logrando resultados muy buenos al ser comparados con
ARIMA y finalmente se analizó su correlación entre estas tres variables con el método de
correlación Pearson, logrando ver la existencia de una correlación positiva muy baja donde
es posible que se relacionen estas variables de una forma no lineal.

Los resultados obtenidos relacionados con el comportamiento de la predicción con el uso
de la red LSTM y su sistema de puertas que proporcionan una fuente de memoria y de
información procesada por unidades o celdas que se adaptan, son claros y abren una puerta
para futuras investigaciones con datos financieros con fines predictivos. Al contemplar la baja
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correlación entre la IBR, TES y TRM, se podŕıa contemplar nuevas investigaciones con el uso
de métodos de aprendizaje automático supervisado o no supervisado para entender mejor el
comportamiento de estas variables y revisar algunos efectos de posible estacionalidad.
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[18] Ortiz, P. A. C. and Murcia, A., “Re no. 187 diciembre de 2014–el ibr y la dtf como
indicadores de referencia,” Reportes del Emisor, 2014.

[19] Murillo, J., Trejos, A., and OLAYA, P. C., “Estudio del pronóstico de la demanda de
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