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Resumen

El analisis de la informacion generada por los estudiantes a través de la plataforma MOO-
DLE, se convierte en un opcién muy importante a la hora de conocer patrones académicos,
con el objetivo de establecer estrategias que conlleven a una mejor interaccién entre los ac-
tores involucrados en este proceso, ayudando a determinar las mejores opciones en cuanto a
franjas horarias y dias de la semana por ejemplo, para el desarrollo de actividades escolares
dentro de las cuales se puede incrementar el nivel de acceso por parte de los estudiantes y de
esta forma mejorar la calidad de los cursos ofrecidos y el aprendizaje.

Estos datos son analizados desde las perspectiva de las analiticas descriptiva que permite
conocer la situacién actual con la informacién generada por cada estudiante dentro de la
plataforma MOODLE, la analitica predictiva que muestra que puede suceder de acuerdo a la
informacion anterior y prescriptiva con la cual se puede sugerir acciones a tener en cuenta,
convirtiendo asi estos datos en informacién de valor con respecto, tanto al conocimiento de
los datos historicos, como la generacién de posibles escenarios que pueden suceder con base
en lo que ha venido pasando en periodos académicos anteriores, esto con el fin de encontrar
patrones comportamentales desde la perspectiva académica para mejorar la interaccién entre
las partes.

Los sistemas de informacién Learnig Management System (LMS) han evolucionado no-
toriamente con el paso del tiempo, y esto a su vez a permitido un crecimiento bastante
importante en la educacion virtual tanto en Colombia como a nivel mundial. Teniendo en
cuenta los analisis realizados en este trabajo se puede tener un mayor conocimiento acerca
de las caracteristicas de los estudiantes y generar prondsticos con el objetivo de mejorar la
interaccién académica entre alumnos y la comunidad educativa en general.
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Chapter 1

Introduccion

Para la Universidad Nacional Abierta y a Distancia (UNAD) seccional Antioquia, es muy im-
portante analizar el nivel de desercion escolar que se esta presentando en la misma, asi como
los motivos principales por los cuales se esta generando. Este indicador es de vital importan-
cia a la hora de tomar decisiones al respecto sobre los programas, metodologias, herramientas
utilizadas por parte de la universidad asi como el plantear alternativas de solucion para es-
tudiantes que aunque quisieran se les puede hacer dificil continuar con sus estudios.

Como es de conocimiento general, el acceso a la educacién virtual en Colombia esta aumen-
tando rapidamente, lo que lleva a prestar especial atencién a estos procesos de formacion,
para los cuales se requiere hacer diferentes tipos de investigaciones como lo menciona el artic-
ulo ”Elementos para la comprensién del fenémeno de la desercion universitaria en Colombia.
Mas allé de las mediciones” [1], y por esto se hace importante conocer la informacion histérica
y los fenémenos que generan estos altos indices con el fin de analizar la misma, generando
mineria de datos con la cual se pueda tener un punto de partida para encontrar posibles
soluciones a este problema que tanto aqueja a la comunidad estudiantil.

Si tenemos en cuenta el crecimiento y aplicacion que esta teniendo la analitica de datos,
podremos observar grandes alternativas para encontrar patrones que permitan hacer anélisis
con los cuales se puedan generar pronésticos basados en la informacion existente, teniendo
en cuenta la historia y el comportamiento en términos académicos de los estudiantes. Para
este caso las lineas de tiempo multivariadas en la cuales se incluyen varios indicadores para
un mejor pronostico, como se describe en el articulo ”Relacion entre los modelos de series de
tiempo univariadas con los modelos de series multivariadas” [2], ayudan a predecir cual puede
ser el comportamiento que a futuro que pueden tener los estudiantes con el fin de determinar
politicas educativas que permitan mejorar el rendimiento académico en conjunto.

Existen tres tipos de analisis que se pueden hacer a la informacion, estos corresponden a
la analitica descriptiva, analitica predictiva y analitica prescriptiva, cada una tiene un valor
muy importante al momento de realizar mineria de datos hasta la prediccién y prescripcion
de la mismas. La analitica descriptiva permite conocer el estado actual de las cosas en un
estado preliminar, con el fin de obtener informacién importante para su posterior analisis.
Después de hacer el andlisis descriptivo podemos pasar a la analitica predictiva que ofrece
la posibilidad de saber que puede suceder en un momento determinado segin la informacion
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con la que se cuente, y la analitica prescriptiva brinda la posibilidad de tomar decisiones
determinando que puede pasar en cada una de ellas, usando en la mayoria de ocasiones
técnicas de simulacién.El valor de cada una esta directamente ligado a las capacidades que
ofrecen las mismas, teniendo en cuenta que de esto depende el grado de complejidad de las
mismas para su desarrollo e implementacion.

4 Types of Analytics \
4
: ®
Descripcion L
2
Ciezcriptive Analytics E 2 .
l3'55:'i-|;.:i-.;$;1;l-,::.-'
1
0
1 2 3
Complejidad J

Figure 1.1: Tipos de Analitica

En la figura 1.1 se puede observar como los tres tipos de analiticas estan relacionados de
forma directa, teniendo como base las preguntas: que ha ocurrido?, que va a pasar? y cual es
la mejor estrategia, siempre en relacién con los hechos ocurridos con al informacion materia
de estudio.

En este proyecto es propuesto que el andlisis se haga con la informacion de los datos
generados a partir de los LOGs que los estudiantes tengan en la plataforma MOODLE y las
acciones que se realicen alli por parte de los mismos, posteriormente se generan 22 indicadores
que pueden ser relevantes para la toma de decisiones y con base en estos y en encuestas de car-
acterizacion se desarrollan modelos analiticos para predecir el comportamiento futuro de los
mismos, y su vez proveer una plataforma en la cual se tenga acceso a esta informacién para la
toma de decisiones como lo desarrollado a dentro del marco del proyecto de Minciencias para
este fin. La herramienta permite hacer el andlisis por estudiante y por semana académica,
y De igual manera permite conocer a través de clusterizacion de caracteristicas similares de
los estudiantes y clasificacién por zona de residencia (metropolitana y/o no metropolitana)
usando algoritmos de K-MEANS, y XG BOOST.

El presente trabajo de grado de maestria se basa en las técnicas de analitica descriptiva
y predictiva; desde la analitica descriptiva se obtiene informacién importante la cual permite
conocer a los estudiantes desde de la 6ptica de su desempeno académico en funcion de las
actividades que estos desarrollan sobre la plataforma MOODLE, la cual es el canal oficial
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para el desarrollo y avance de las actividades propuestas por los docentes. Adicionalmente,
se tiene informacion sobre las caracteristicas socio econémicas de los mismos con las cuales
se puede hacer un mejor perfilamiento de los patrones comportamentales segiin su propia
condicién y generar prondsticos de cantidad de conexiones que se puedan generar a futuro.

Con base en este conocimiento se procede a hacer una analitica predictiva a través de series
de tiempo multivariadas usando técnicas de redes neuronales recurrentes, la cual permita
conocer alternativas en el uso de los horarios y/o actividades que pueden ser propuestas
teniendo en cuenta los temas que se deban tratar de acuerdo al aprendizaje planeado para el
curso en el cual se deban enfatizar temas o por ejemplo el manejo de foros. Con lo anterior se
busca obtener una participacion mas activa por parte de los estudiantes teniendo en cuenta
que este se basa en los horarios en los cuales se puede obtener un mayor beneficio para el
aprendizaje.

Con estos andlisis se busca mejorar la interaccion escolar que tanto afecta a las entidades
educativas pero mas a los estudiantes que al no encontrar en algunos casos este tipo de ayudas
se ven obligados a abandonar sus estudios, no solo por el factor econémico si no también por
los horarios que se pueden cruzar con las actividades que tiene que realizar cotidianamente.

Transversalmente la visualizacion es una de las técnicas usadas en el desarrollo de este
proyecto, con lo cual se busca que desde la parte grafica se pueda obtener un conocimiento
general del comportamiento de los estudiantes segtin los datos obtenidos desde la herramienta
de MOODLE vy los indicadores creados para este andlisis, asi como la encuesta realizada a
los estudiantes.
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Chapter 2

Estado del Arte

El crecimiento y auge que estéd teniendo la inteligencia artificial en esta era tecnolédgica esta
otorgando la posibilidad de desarrollar proyectos para muchos tipos de necesidades puntuales,
a nivel mundial se han desarrollado diferentes estudios buscando respuestas a los diferentes
factores que causan esta dificultad en cuanto a términos académicos se refiere. Para la
universidad Nacional Abierta y a distancia UNAD, es muy importante este indicador ya que
la misma es una de las pioneras en este tipo de educacion virtual en Colombia, es por esto que
en su estudio, ”Una reflexiéon de la modalidad como solucién a los requerimientos del siglo
XXI” [3] busca mecanismos tecnoldgicos para mejorar la calidad de este tipo de educacién
ofreciendo mejores alternativas tanto a profesores como estudiantes creando entornos de
aprendizaje cada vez mas dinamicos, y de la misma manera buscando mejores alternativas
en cuanto a acompanamiento necesario y de manera permanente en cuanto a los estudiantes
se refiere como lo busca el estudio Entornos Educativos Saludables [4] el cual fue realizado
con estudiantes y practicantes de psicologia.

Los factores que conllevan a la desercion escolar universitaria tiene multiples connota-
ciones, la universidad nacional Daniel Alcides Carrién de Espana desarrollo una investi-
gacién [5] en cual se busca determinar la influencia de los factores socio econémicos como
las posibles y mayores causas de este fenémeno en esta universidad. Los factores pueden
ser variados, para el caso de la universidad Auténoma del Carmen y como se explica en su
estudio denominado Reprobacién, sintoma de desercién escolar [6] se presenta una relacién
directa entre el grado de reprobacién versus los indices de desercion.

Adicionalmente a los factores antes mencionados y por lo cuales se puede causar la de-
sercién de un estudiante, también se pueden presentar sentimientos de frustraciéon del mismo
como se concluye en el estudio: Factores que promueven la desercién del aula virtual [7]
al encontrar situaciones como: Los estudiantes se sienten abandonados cuando no obtiene
respuesta inmediata a sus correos, no reciben atencién personalizada, Se molestan cuando
sus trabajos no son revisados con profesionalismo, No admiten el punto de vista de otros,
Carecen de habilidades para la lectura de comprension, No asumen el papel de alumnos y
rechazan las observaciones de los tutores, mencionadas en el mismo.

Como parte de estas necesidades también se han desarrollado diferentes andlisis desde la
perspectiva tecnoldgica con los cuales se han podido encontrar algunas respuestas como por
ejemplo en el articulo publicado por la universidad industrial de Santander con el nombre
de: ”Comparacion de técnicas de mineria de datos para identificar indicios de desercién
estudiantil, a partir del desempeno académico” [8] en el cual se usaron algoritmos de Arboles
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de decision, regresion logistica y Naive Bayes, encontrando que los tres muestran un buen nivel
de prediccion y la generacion de alertas con el fin de mitigar la desercién. Existen también
estudios de técnicas de mineria de datos en las cuales con las cuales se puede demostrar que
las condiciones psicoldgicas, econémicas y de educacion son una gran fuente de informacion
y si estan son usadas con volumenes de datos muy grandes como lo expresa el documento:
”Data Mining Applied in School Dropout Prediction” [9] se pueden obtener muy buenos
resultados en la prediccion.

Adicional a los estudios anteriores también existen el uso de técnicas de clusterizacion
con las cuales se busca encontrar las seis clases de grupos de acuerdo al puntaje obtenido
tomando como referencia el sistema de The Beck Depression Inventory, el cual consta de
21 preguntas con las cuales determinar estos niveles de depresion que pueden conducir a la
desercién académica [10].

Para la universidad pedagodgica nacional de Colombia es importante conocer cual puede
ser el desempeno académico que pueden tener los estudiantes al momento de ingresar a la
universidad ya que este se puede ser un pilar fundamental a la hora de tomar la decision
de abandonar las aulas, teniendo en cuenta condiciones sociodemograficas de los estudiantes
como lo son los estudios realizados, los datos de estudio, datos laborales, salario de los padres,
datos de vivienda y comodidades de vivienda a los cuales se les aplico técnicas de Machine
Learning de acuerdo a lo expuesto en el documento ”"Técnicas de Machine Learning para la
prediccion de desempeno académico en el desarrollo del espacio proyectivo del pensamiento
espacial” [11] obteniendo como resultado que estas condiciones afectan o mejoran los resul-
tados académicos.

Para el sistema educativo mexicano es muy importante predecir la desercién académica,
ya que es uno de los mas grandes problemas que se tiene en cuanto a formacién escolar se
refiere, la importancia de este estudio radica en que, como se ha mencionado anteriormente
los patrones de desercion con los que llegan los estudiantes universitarios se convierten en
una de las caracteristicas que se deben tener en cuenta para un posible abandono futuro,
adicionalmente generando otras variables materia de estudio las cuales pueden ser tenidas en
cuenta para nuevos estudios, como lo es la posible desercion de acuerdo a la generacion a la
cual pertenecen los estudiantes como se menciona en el estudio Plataforma para la prediccion
de desercién escolar utilizando técnicas de inteligencia artificial [12].

Otros estudios realizados sugieren la clasificacion de los factores que afectan a los estu-
diantes segun su naturaleza en enddégena que son los propios y asociados a la persona como
tal, y los de naturaleza exdgena que corresponden a las variables propias del entorno en el
cual se desenvuelve cada persona. En este caso el estudio "Técnicas de Data Mining para
extraer perfiles comportamiento académico y predecir la desercién universitaria” [13], como
su nombre lo indica, se aplica técnicas de mineria de datos usando los modelos de arboles
Chaid que corresponden a una variante de los arboles de decision, lo cual lleva a sugerir que
se deben tener en cuenta factores como el familiar, laboral, social y cultural.

Las series de tiempo se usan en multiples entornos de analitica como lo podemos ver dentro
del estudio " Multi-Sequence LSTM-RNN Deep Learning and Metaheuristics for Electric Load
Forecasting” [14], con el cual el departamento de ciencias de la computacién y sistemas de
ingenieria de la universidad Al Ain de Canadd, analiza el comportamiento del consumo de las
redes eléctricas con base en el tiempo, con el fin de determinar cual deberia ser la generacién
de la misma, logrando asi optimizar los costos de producciéon basandose en la historia y
promedios de periodos anteriores.
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En la tabla 2.1 se clasifican los estudios anteriormente mencionados teniendo como ref-
erencia el tipo de algoritmo segin el tipo de modelo aplicado para cada caso y la referencia
Bibliografica.

Articulo Tipo de Algoritmo
Comparaciéon de técnicas de mineria de datos para -Arboles de decisién
identificar indicios de desercién estudiantil, a partir del -regresion logistica
desempeno académico. Ref [7] -Naive Bayes

Data Mining Applied in School Dropout Prediction. Ref [§] Arboles de decision
Application Method of Data Mining Using the K means
Algorithm for the Determination of Stress Level in High School K-means
Students Using the Beck Depression Inventory. Ref [9]
Técnicas de Machine Learning para la prediccion de
desempeno académico en el desarrollo del espacio proyectivo Cadenas de Markov
del pensamiento espacial. Ref [10]

Técnicas de Data Mining para extraer perfiles comportamiento
académico y predecir la desercién universitaria. Ref [11]
Multi-Sequence LSTM-RNN Deep Learning and Metaheuristics
for Electric Load Forecasting. Ref [12]

Arboles de decision

Arboles CHAID

Table 2.1: Comparativo Modelos de Estudios Por Tipo de Algoritmo

Como se puede observar, los estudios aplican diferentes técnicas de analitica de datos, de
aqui la importancia de conocer muy bien las caracteristicas de los estudiantes para realizar un
aporte con el fin de pronosticar cuales pueden ser los mejores horarios para la programacién
de actividades, teniendo como punto de referencia las actividades a la plataforma en las
diferentes franjas horarias. Las fuente de datos para alimentar el modelo, a partir de los
registros (Logs), que se extraen de la plataforma MOODLE y que son generados cada vez
que el estudiante ingresa y genera algtin tipo de actividad dentro de las misma. En un estudio
publicado en la revista Australasia Journal of Educational Technology se menciona como la
analitica ayuda a predecir si un estudiante puede o no perder un examen basado en técnicas
informaticas necesario para la graduacion [15].

Esto con la finalidad de usar estos resultados como herramienta de generaciéon de alertas
tempranas para la toma de decisiones en busqueda de mejorar los altos indices de desercion
escolar.
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Chapter 3

Marco teorico

3.1 Analisis de Series de Tiempo

Las series de tiempo en analitica de datos, hacen referencia al andlisis de los datos historicos
registrados cronologicamente en un periodo de tiempo determinado y con una frecuencia de-
terminada por ejemplo aflos, meses, semanas, dias, horas, minutos etc. [16]

Las series de tiempo deben tener una caracteristica especial para un mejor anélisis y prediccion
de los datos;la estacionalidad, indica que la serie de tiempo tiene tanto la media y la vari-
anza de los datos analizados constantes en el tiempo y graficamente se puede observar como
conservan las mismas tendencias [16] (cuando la serie no tiene una estacionalidad en algunas
de las variables a analizar se puede aplicar un proceso matematico para simular la misma.) [17]

Para el andlisis de series de tiempo existen dos grandes tipos de modelos:los modelos arima
[18] que son series de tiempo que se usan para predecir una variable con respecto a otra,
y los modelos de series multivariadas [19] que son los mas usados en este momento y que
permiten hacer el andlisis de prediccion de una variable con respecto a mas de una variable
que pueden tener incidencia en la misma, para este caso de estudio se trabaja con serie de
tiempo multivariada.

3.2 Redes Neuronales LSTM

Las Redes neuronales recurrentes (RNN) permiten que la informacién se mantenga durante
el paso de el tiempo o las épocas como es conocido para el trabajo con series de tiempo [20],
esta informacién se mantiene mediante listas temporales, sin embargo esta forma de trabajo
es muy costosa en cuanto a procesamiento de maquina sobre todo cuando se trata de altos
volumenes de datos, este proceso se desarrolla a través de capas, las cuales tiene el mismo
valor a la hora de desplegar la informacion, el funcionamiento en términos generales consiste
en que cada neurona conecta a su vecina en cuanto a espacio de tiempo se refiere y otorgando
dos entradas a cada una y esta ofreciendo una salida tinica como se muestra en la siguiente
figura 3.1 [21]
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Figure 3.1: RNN - Redes Neuronales Recurrentes

Con el fin de mejorar el rendimiento de las mismas estas pueden usar las redes de memoria
largo-corto plazo (LSTM) que por su arquitectura pueden ayudar al procesamiento de grandes
volimenes de datos con mejor calidad en la prediccién ya que este modelo cuenta con una
puerta de olvido, que ayuda a depurar mejor la informacion y a ofrecer mejores resultados
en la predicciones en las cuales se usan con mucha frecuencia.

En la Figura 3.2 [22] se observa el comportamiento de la reded lstm la cual cuanta con
una capa de olvido que permite trabajar con la informacion que pueda ser reelevante para la
prediccion del modelo,

® ® ©

T
a TTEAD A

| |
&) ® &)

Figure 3.2: LSTM - Redes Neuronales Recurrentes LSTM

Los sistemas de predicciéon que usan las LSTM deben tener en cuenta que estas necesitan
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ciertos parametros de entrada como lo son: las unidades que seria la cantidad de neuronas
que se usaran para el entrenamiento del modelo, las épocas por los cuales se quiere hacer el
procesamiento del mismo y el tamano del lote que indica la cantidad de datos a procesar por
cada iteracion que el mismo tenga.

3.3 Herramientas de Visualizacion

POWER BI es una herramienta Microsoft, la cual brinda la facilidad de crear tableros de
control desde diferentes fuentes de datos, ofreciendo una facil y rapida opcion a los interesados
en el conocimiento de la informacion la cual puede ser escalable y de muy fécil actualizacion
como sus principales caracteristicas.

POWER BI se puede usar para la generacion de las predicciones en cuanto a analitica
predictiva y prescriptiva se refiere facilitando la toma de decisiones a los docentes y personal
administrativo de la universidad.

La visualizacion es una manera de representar los datos de manera grafica, al usar ele-
mentos como cuadros , graficos de barra, de lineas, de dispersion y mapas entre otros. Este
trabajo se apoya en este tipo de herramientas visuales segin los conceptos de storytelling
con los cuales se apoya para la narrativa de la historia que se cuenta a través de los datos
eligiendo el orden en que se muestra la informacién asi como los elementos visuales para la
misma, buscando generar impacto y recordacién [23]

En el mercado existen muchas herramientas de visualizacion, las mas usadas son tableau,
Qlik, y POWER BI. Segin el cuadrante de Gartner la mejor posicionada en el mercado es
POWER BI.

POWER BI es una herramienta de autoservicio, por su facilidad para utilizar y lo intuitivo
de la misma. Esta herramienta tiene una versiéon de escritorio en la cual se puede hacer
conexion a mas todos los tipos de fuentes que sea necesario para desarrollar los tableros de
control.

Por otra parte esta herramienta permite compartir los tableros desarrollados muy facilmente,
mediante una publicacién en linea y/o publicando los tableros de forma embebida dentro de
una aplicacién, ofreciendo una actualizacién personalizada de los datos a través de un gateway
el cual se programa para la automatizacion de esta tarea.

Como las gran mayoria de estas herramientas POWER, BI ofrece la posibilidad de tener
disponibles los tipos de graficos mas usados y adicionalmente una actualizacion de la misma,
con una periodicidad mensual. Para los casos en que se requiera hacer uso de graficos mas
personalizados también cuenta con una tienda en linea en la cual se pueden descargar otras
opciones para los mismos.

Por lo anteriormente mencionado esta fue la herramienta seleccionada para el desarrollo
de los anélisis graficos de este trabajo con el fin facilitar la toma de decisiones.
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Chapter 4

Analisis Descriptivo

4.1 Analisis de los logs

Con el fin de analizar el comportamiento académico de los estudiantes para determinar posi-
bles patrones de comportamiento asociados a la deserciéon o al bajo rendimiento académico
y que permitan mejorar la interaccion de la comunidad estudiantil, para adelantar en este
proceso se desarrollan las siguientes actividades

Parte de la informacion de este informe es basado en la documentacién del desarrollo del
software ELA que es la herramienta desarrollada desarrollado mediante la articulacién los
grupos de investigaciéon de la UNAD (UBUNTU, SIGCIENTY, CIDLIS) y la Universidad
Jorge Tadeo Lozano (ID&SI) y con la alianza estratégica con la empresa Queos S.A.S. y el
auspicio de Minciencias Convocatoria 804 de 2018, “Convocatoria Regional proyectos de I+D
que contribuyan al fortalecimiento de la formacién virtual en el Departamento de Antioquia,
Occidente y que se pone a disposicion de los docentes y administrativos de la universidad en
el se tiene la informacién descriptiva y predictiva analizada con el fin de facilitar la toma de
decisiones y mejorar la interaccion con los estudiantes mejorando los objetivos académicos,
asi como del andlisis de requerimiento hecho en Trello por todo el grupo de trabajo en el cual
participe durante el desarrollo del proyecto.

El documento consta de dos mdédulos principales Asi:

1. Analisis de la herramienta MOODLE, la cual es la usada por la universidad para
que los docentes y estudiantes realicen sus actividades académicas en la cual se puede hacer
seguimiento a las mismas. con base esta herramienta se hace una descripcién de las tablas
mas importantes que van a ser usadas para extraccion de informacion materia de este anélisis.

2.Explicacion del modelo de base de datos que es usada por la herramienta ELA para el
cargue de informacion inicial de entrada asi como los indicadores analizados para cada una
de las necesidades planteadas.

3.Graficos sugeridos como resultado de las sentencias SQL desarrolladas para efectuar los
analisis correspondientes a cada uno de los indicadores materia de estudio.

4.2 Analisis de la herramienta MOODLE

La herramienta MOODLE es una plataforma disenada para el aprendizaje, la cual incluye a
todos los actores de la educacion. esta plataforma se encuentra desarrollada sobre el motor
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de base de datos relacional que normalmente es Postgres o MySQL. Para tener una mejor
relacion el motor de bases de datos utilizan un editor propio llamado xmldb el cual permite a
través de archivos .xlm generar la configuracién necesaria para la instalacion de la herramienta
de una manera mas eficiente.

Aunque el proyecto se basa en la informacién de la tabla MOODLE Logstore Standard Log
de MOODLE, para poder entender cuales usuarios del sistema son estudiantes fue necesario
revisar las siguientes tablas:

MOODLE Context: Es la encargada de realizar todos los movimientos que se realicen
sobre la plataforma, es por eso que es considerada la tabla principal. el contexlevel indica el
tipo de movimiento que se esta realizando.

MOODLE Course: En esta tabla se almacena la informacién de todos los cursos que
se creen con las fechas de inicio y finalizacion de los mismos.

MOODLE User: Esta tabla es la encargada de almacenar todos los usuarios que tienen
acceso a la plataforma.

MOODLE Role: Permite almacenar los diferentes roles que se pueden tener dentro de
la plataforma como por ejemplo: estudiantes, profesores, etc.

MOODLE Role Assignments: En esta tabla se guarda la informacién del role que
puede tener asignado cada usuario

MOODLE Logstore Standard Log: En esta tabla se almacena la informacién de los
registros generados en cada uno de los eventos registrados dentro de la plataforma. esta tabla
contiene los contexid, courseid que permite hacer la relacién con las tablas anteriormente
mencionadas.

De las tablas mencionadas anteriormente se extrae la informacion que debe suministrase
a la empresa Queos S.A.S la cual cuenta con el siguiente modelo relacional para el desarrollo
de la herramienta de consulta de los indicadores:

20



L3 LN PRIDAD
kg it =1 -
g o L nrwsin -
PR, [Py —— k1 A PR
[ R—— -1 LR
. By b e L i s i 1
CAL_CAERDAA D |
[ o8 A
cevcad L e hr
Lol T8 [IEErym—— . i T
[T [Ir==T- TR 4, NTALLE A o i = e il B
T ] T Frad o e ik | e o e
oo g g e o o e s 0 T, PP TS LS FLILCIH Peuh a F i | ke ol i -
Mo b Py - i s = b e i 2
o e ko [ mr— =
b ma i ek i T
. Gl s i e v s | cun_oumn
b 0 o il Uik il e O B e
BAT_m LA R ek el Ol ey
T z 7 = Eoig vl B 1
Comsige B s ———r LA P [ ek il IE
s it i e 15K s fims ek =3
L e L e mp—— 1 PR Cot. O Mg sl vwin s i 2
ol
CA- a
R R TUANTI TN T 3 E “: 1‘_':__. Ty

i o gt e e i 13,85 o @

F_HOFAE, EA BDAAD
1 =

i 1R
o i
ol
ol

ol e |
e
PRI
T UL AT
T
b,
=ic
AL
-3
B B v el e -&1-
b e e | i i Bl
b Ervr i | e o e mLe
b P s e e s
b Ean Hpr
Pl FF, DAL FLE. CALEHOAID F——
Tign P 1 s e g o
Froim b d P L o i g e s
Frska Fieal Frais o il
ke 1 ke i P s 1
e 1 ko i i s 1
A el Clend
s p g o s |
E
= —_——
=== BEIT ke | R _LSLLE L
T e o ok B Lo el
e
i
bl
(A T N L]
ot g Ao . PRCRCRAL, R
P LA A AL g el
s s
[ i Linmin
e ST -
[ e sen
Fruia

4.3

Figure 4.1: Modelo Relacional Queos

inistrada por la Unad
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Cargue de informaciéon suministrada de logs sum-

Para el desarrollo de esta actividad se hace necesario la implementacién del motor de base
de datos MYSQL sobre el cual cargar la informacion recibida en
respectivos querys con base en los indicadores propuestos para el andlisis. esta informacion
recibida por parte de la Universidad Nacional Abierta y A distancia (UNAD) contienen
registros del ano 2018 y primer semestre del 2019.

archivos .CSV y hacer los




En figura 4.2 se muestra la informacion cargada en la base de datos Mysql usando como
editor Workbench:

MySQL Workbench _ X
#&  Moodelhadeo @vatapre)  x  MariaDB x
File Edit View Query Daisbase Server Tools Scripting Help
Bfe 8EEELR @ D=1
Navigator 22 Numerodelopsgeneradospor... » [RANEeT Rt SQL File 8* SQLAdditions
MANAGEMENT < &= |7 F 8 1=0 [ | Dont Lme -l e [ = | (%) %y | wmpto
© Sserver status 1
5 Client Connections 2
A Users and Privileges i
Status and System Variables 5 ® select count(id) as Conteoid, userid as Id_Usuario
& Data Export 6 from ant16e42618
A Data Import/Restore ; where
INSTANCE 9 from_unixtine(timecreated, %U%') =
10 and userid = 77"
B startup / Shutdown = .
A\ serverLogs 12
13
Options File
# os 14
PERFORMANCE L
p 16
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v B Tables ~
nt16012019
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B views < > ContsxtHelp  Snippets
B Stored Procedures B
B Functions Ll
v
(F Action Output
Informatien Time Action Message Durstion / Fetch

Object Info ~ Session

Figure 4.2: informaciéon Cargada en MYSQL

4.4 Generacion de Sentencias SQL para el para la con-
struccion de los indicadores propuestos.

Para algunos de los indicadores propuestos se han generado consultas obteniendo como re-
sultados preliminares las siguiente informacion:

4.4.1 Tiempo Total gastado por estudiante en el CMS Tp

Conocer el tiempo total que un estudiante permanece conectado al CMS para Medir y Com-
parar el tiempo dedicado a la plataforma.

Se puede identificar que para la semana 33 un estudiante promedio permanece conectado
a la plataforma al rededor de 220 minutos. este indicador pueda ayudar a tener claridad con
respecto a la dedicacién por estudiante a las actividades relacionadas con su rol dentro de la
plataforma.

En la figura 4.3 podemos observar el resultado de esta consulta:
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Figure 4.3: Tiempo Total gastado por estudiante en el CMS

4.4.2 Tiempo promedio que un estudiante en particular gasta en
una actividad particular Ef

Se requiere conocer el nimero de veces que un estudiante interviene en una actividad para
poder relacionar esta interaccién con su nivel desempeno.

El desempeno como estudiante se puede ver reflejado segin el tiempo que que cada es-
tudiante dedique al desarrollo de cada actividad, con este indicador se puede establecer esta
relacion de manera directa como se muestra en la figura 4.4.
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Figure 4.4: Tiempo promedio que un estudiante en particular gasta en una actividad partic-
ular Ef

4.4.3 Numero de visitas a los materiales del curso Vm

Se requiere conocer el nimero de visitas a los materiales del curso para Medir o Comparar
este indicador contra el desempeno del estudiante.

Con el calculo de este indicador se busca poder calcular, de acuerdo al numero de visitas
registradas dentro de la plataforma y a un curso en particular, el interés que pueda tener
cada uno de los estudiantes segin el numero de visitas que este registre en el aplicativo.

Se encuentra que un estudiante en particular mantiene una cantidad diferente de visitas
a cada curso, lo cual puede ser un motivo de estudio adicional, se podria analizar que esta
generando este comportamiento, si por ejemplo tiene que ver con las actividades propuestas
por cada uno de los docentes

En la figura 4.5 se puede observar el numero de visitas registradas por cada uno de los
cursos seleccionando el estudiante al cual se le quiere hacer algiin tipo de estudio, al igual
que la franja de tiempo en que este genera las visitas a los cursos de su interés.
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Figure 4.5: Numero de visitas a los materiales del curso Vm

4.4.4 Numero de logs generados en los dias habiles de la semana
Ls

Se requiere conocer el numero de logs generados de un estudiante para mi materia o mi
programa durante los dias habiles de la semana.

En la figura 4.6 podemos observar el resultado de esta consulta:

Como resultado preliminar de esta consulta se puede asumir que los porcentajes de visitas
dentro de la plataforma no es muy diferente para cada uno de ellos, sin embargo se nota una
leve tendencia a que el dia miércoles es en el que mas logs se generan.
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Figure 4.6: Numero de logs generados en los dias hébiles de la semana Ls

4.4.5 Numero de logs generados en los fines de semana Lf

Se requiere conocer el nimero de logs generados por un estudiante para mi programa o algtin
curso durante los fines de semana.

Para los fines de semana la situacion no es tan diferente a los dias entre semana, no se
ve una clara diferencia entre sabado y domingo con respecto a la cantidad de logs generados
dentro de la plataforma, sin embargo el dia sibado muestra una tendencia un poco mayor de
visitas como se indica en la figura 4.7.
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Figure 4.7: Numero de logs generados en los fines de semana Lf

4.4.6 Radio IP Pa

Conocer el radio de IPs (numero de diferentes IPs) Desde las que se conecta un mismo
estudiante para conocer desde que areas geograficas trabaja el estudiante.

Este indicador permite geo referenciar a través de las direcciones ip desde donde se conecta
cada uno de los estudiantes, con el fin de conocer las zonas en las que se conecta, con-
virtiéndose en un claro material de estudio ya que de esta clasificacién puede obtenerse un
analisis de desercion como se observa en la figura 4.8.
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Figure 4.8: Radio IP Pa

4.4.7 Numero de sesiones promedio por semana

Determinar el promedio del numero de sesiones iniciadas ("loggedin”) que el usuario realiza
durante el periodo (semanal), para conocer la frecuencia de acceso del estudiante al CMS.
En la figura 4.9 podemos observar el resultado de esta consulta:
No todas los accesos a la plataforma son con algin fin especifico en la misma, algunos
estudiantes se loguean a hacer alguna revision pequena, lo cual muestra una clara tendencia
a el interés que se pueda tener de estar enterados de los eventos que se puedan publicar en
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la misma. Este indicador muestra claramente esta tendencia.
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Figure 4.9: Numero de sesiones promedio por semana

4.4.8 Tiempo promedio semanal en foros

Se requiere conocer el tiempo promedio durante la semana que un estudiante invierte en foros
para Medir y Comparar el tiempo dedicado a la actividad.

La participaciéon en foros permite conocer el nivel de interés que mantienen los estudiantes
en compartir y conocer conocimientos y dudas que se puedan estar generando alrededor de
un tema especifico,como se menciona en el articulo ” Clustering MOODLE data as a tool for
profiling students”. [24] como se muestra en la figura 4.10
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Figure 4.10: Tiempo promedio semanal en foros

4.4.9 Numero de diferentes dias que el estudiante se logéa en el
campus

Conocer el numero de dias diferentes de la semana que un estudiante se conecta al CMS para
Medir y Comparar los dias en los cuales hay mayor actividad.

Para el ejemplo que se muestra en la figura 4.11 el estudiante materia de estudio muestra
que se conecta todos los dias de la semana, lo anterior y con la ayuda de la evaluacién de
este indicador evidencia el compromiso que se tiene con las actividades propuestas dentro
de la plataforma como se puede ver en el analis realizado para este tema en el articulo;
"MOODLEMiner: Data Mining Analysis Tool for MOODLE Learning Management System”

[25]
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Figure 4.11: Numero de diferentes dias que el estudiante se loguéa en el campus

4.4.10 Numero de eventos en que modifica el sistema en una se-
mana

Conocer el numero de eventos de modificacion del CMS en promedio en una semana para
poder determinar el grado de interaccion "activa”.

En la figura 4.12 podemos observar el resultado de esta consulta:

Con este indicador se se logra identificar facilmente cuales son los eventos que cada uno
de los estudiantes generan en la plataforma por semana, lo cual puede facilitar el analisis de
la actividades desarrolladas dentro de la misma, para ejemplo del grafico el evento que mas
se genera es el de viewed, en segundo lugar el de created.
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Figure 4.12: Numero de eventos en que modifica el sistema en una semana

4.4.11 Cantidad de cursos a los que el estudiante accede durante
una semana

Los modelos deben poder ponderar los logs de acuerdo a la carga de trabajo que tiene el
estudiante en LMS, esto porque los eventos de login no registran a que asignatura asistio.
En la figura 4.13 podemos observar el resultado de esta consulta:
Con este indicador se busca tener claridad a cuales cursos accede cada uno de los estu-
diantes durante una semana, lo cual permite tener conocer sobre cuales cursos tienen mayor
grado de aceptacién dentro de la comunidad estudiantil.
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Figure 4.13: Cantidad de cursos a los que el estudiante accede durante una semana

4.5 Analisis sociodemografico

Para el analisis de esta informacién se han definido 22 indicadores principales, de los cuales
tomares principalmente los referentes a franjas horarias, (pro_2_8_F0, pro_2_8 F6, pro_2_8 F12,
pro_2 8 F18) los cuales dividen las 24 horas del dia en 4 partes, también se usaran los
referentes a tiempos de permanencia en la plataforma (pro_2_3_Time), asi como los refer-
entes a dias de la semana (pro_2.15_MON, pro_2_15_TUE, pro_2_.15.WED, pro_2_15 THU,
pro_2_15_FRI, pro_2_15_SAB, pro_2_15_SUN) como se muestra en la tabla 4.1
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Indicator Description

2.2 Number of logs generated
2.6 Number of logs generated during weekdays
2.7 Number of logs generated on weekends

2.8.1.F0 Number of logs generated from 12am to 6am
2.8.1.F6 Number of logs generated from 6am to 12pm
2.8.1.F12 | Number of logs generated from 12pm to 6pm
2.8.1.F18 | Number of logs generated from 6pm to 12pm

2.10 Number of distinct IPs

2.18 Number of distinct courses accessed

2.11 Number of times a student logs in

2.5 Number of visits to course materials

2.12 Number of interactions with other course members
2.13 Number of sessions

2.17 Number of system modification events

2.15_LUN | Number of logs generated on a Monday
2.15_.MAR | Number of logs generated on a Tuesday
2.15_MIE | Number of logs generated on a Wednesday
2.15_JUE | Number of logs generated on a Thursday
2.15_VIE | Number of logs generated on a Friday
2.15_.SAB | Number of logs generated on a Saturday
2.15_.DOM | Number of logs generated on a Sunday

2.3 Total time spent per student at CMS

Table 4.1: Input indicators (per week)

4.6 Correlacion de las fuentes

Relacionar franjas horarias y dias de acceso con respecto a variables sociodemograficas como
edad, sexo, trabajo y posiblemente medio de acceso(tablet, portatil o ...)

Para el andlisis propuesto en este documento, comenzaremos por saber cuales son algunas
de las caracteristicas que se pueden conocer a través de los indicadores generados para tan
fin y su comportamiento al relacionarse con las condiciones socioecomicas de cada uno de los
estudiantes asi como su comportamiento en general.

Como parte inicial de este andlisis se debe conocer que esta basado en una encuesta
realizada a los estudiantes de la universidad UNAD matriculados para el ano 2019 en la
misma,y en la cual se evalian diferentes factores, y se tienen los 22 indicadores generados
para el andlisis como se describe a continuacion.

Es de anotar que se profundiza mas en el analisis de los indicadores referentes a las franjas
horarias y dias de las semana con el fin de ayudar en la decisién y establecimiento de mejores
horarios y dias para realizar actividades académicas.

En la figura 4.14 se establece un comparativo entre el porcentaje de acceso que tiene cada
uno de los géneros al la plataforma segin las franjas horarias establecidas, como se puede
observar los porcentajes son muy parecidos en todas las franjas, lo cual indica que no tenemos
una gran diferencia a la hora de analizar a hombres y mujeres.
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Figure 4.14: Ingresos a la Plataforma por Genero

La dependencia econémica puede convertirse en un factor muy importante a la hora de
analizar el comportamiento estudiantil, para los estudiantes que también deben trabajar para
obtener sus ingresos, es posible que deban organizar sus horarios de estudio de acuerdo a los
tiempos libres que estos tengan, segun la grafica siguiente los estudiantes que si dependen
econémicamente tienen un tiempo de permanencia en la plataforma de 1/3 con respecto a los
estudiantes que obtienen sus propios ingresos, lo cual lleva a pensar que se tiene un mayor
sentido de compromiso con la formacién académica para los que deben pagar por si mismo
sus estudios, sin embargo sus posibilidades de tiempo podrian ser un poco mas limitadas que
el resto de los estudiantes.
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Figure 4.15: Tiempo en la Plataforma Segin Dependencia Econémica

La zona de residencia es una variable muy importante a la hora de conocer a los estudiantes
y promover actividades para los mismos, en el figura 4.16 se ver una tendencia muy marcada
con respecto a los que viven es zona rural, estos tienen mayor frecuencia de acceso en el
horario de las 12 del dia a las 6 de la tarde, en cambio para las personas que viven en zona
urbana el acceso a la plataforma en los diferentes horarios analizados es muy similar en todas
las franjas
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Figure 4.16: Promedio de Accesos a la Plataforma por Zona de Residencia

El estado civil del estudiante puede convertirse en un factor determinante a la hora de la
dedicacién de tiempo de estudio, como es sabido dependiendo de los compromisos familiares,
de acuerdo a este andlisis las personas separadas usan mas los horarios de la madrugada
para sus actividades académicas, para el caso de los solteros repartido en porcentajes muy
parecidos durante todo el dia, para los estudiantes que viven es unién libre o casados el
porcentaje en el cual se conectan con menor frecuencia es a la madrugada como se muestra
en la figura 4.17:
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Figure 4.17: Ingresos a la Plataforma segin el Estado Civil

Siempre es importante conocer la facilidad con que un estudiante cuenta para conectarse
sobre todo a la hora de proponer actividades académicas, ya que un estudiante que cuenta
con un equipo portétil y/o una tablet, puede conectarse facilmente desde cualquier lugar,
haciendo el analisis de las 349 personas que contestaron este item en la encuesta podemos
observar que de estos 186 estudiantes no cuentan con computador de escritorio, pero de los
mismos, 183 tienen portatil, y del mismo modo 27 de estos no tienen acceso a tablet, lo cual
deja ver que su mayoria usa medios portatiles para hacer sus conexiones como se muestra en

la figura 4.18.

38



Desktop Computer Laptop Tablet

N N
186 79
Means of Access Y
348 114
Y Y
162 35
N

Figure 4.18: Medios de Acceso de los Estudiantes

Para proponer actividades académicas también es muy importante conocer el rango de
edad de los estudiantes que se encuentran matriculados y los horarios de acceso que cada
rango. de acuerdo la figura 4.19 el pico mas alto de acceso de los estudiantes lo esta en el
rango entre 25 y 30 anos, sin embargo es de anotar que si bien este es el pico mas alto también
el mismo se mantiene para las cuatro franjas horarias que estamos analizando, también es
muy notorio que a medida que avanza la edad la frecuencia de accesos va disminuyendo de
manera considerable pero muy parecido con respecto a las franjas horarias.

39



Average Access by Age
®Pro 2 8 FO “Pro_2_8 F6 ®Pro_2_8 F12 ®Pro_2 8 F18

6%

5%

Percentage of Logs
{=Y) I-

[
)
W

t 003% 006% gape

00%

50 70

Age

Figure 4.19: Promedio de Accesos Por Edad

En la tabla 4.20 se hace un anélisis de de la frecuencia de accesos a la plataforma pro
programa académico y franjas horarias. la carrera que presenta mayor porcentaje de accesos
es psicologia y siendo mayor este en el horario de las 12 de la noche a las 6 de la manana,
seguido muy de cerca por el horario de la tarde, entre 12 del dia y 6 de la tarde. Esta infor-
macién es util a la hora de proponer actividades académicas desde la parte administrativa,
ya que indica por carrera cual es el comportamiento de las mismas.
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Figure 4.20: Porcentaje de Accesos Por Programa Académico

En la figura 4.21 de dispersién, muestra cual es la tendencia de las conexiones segun las
franjas horarias en en las cuales esta repartido el dia, este mismo analisis esta realizado por
genero y en el que se puede ver facilmente que las franjas de la tarde y noche son las que
mayor cantidad des accesos tienen con respecto a las otras dos franjas horarias. También es
importante ver que en cuanto al genero se mantienen tendencias muy parecidas.
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Figure 4.21: Tendencia por franjas horarias y Genero

De acuerdo a las franjas horarias establecidas para este analisis el tiempo de permanencia

en las mimas muestra una tendencia muy significativa a ser mucho mas alto en las franjas
de la tarde y de la noche, siendo la mas baja en la madrugada como lo indica el analisis de
accesos a la plataforma por franjas horarias, lo cual indica que para este caso el tiempo de

permanencia en la misma es proporcional a la cantidad de accesos como se ve en la figura
4.22.
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Figure 4.22: Tiempo por franjas horarias y Genero

Conocer la tendencia de accesos a la plataforma por dias de la semana es importante ya
que es de gran ayuda para el analisis que se esta realizando en el sentido de que sirve para
determinar dias especificos para proponer actividades académicas. los dias martes, miércoles
y jueves son los de mayor frecuencia de accesos, como se ha mencionado anteriormente estos
podrian considerarse los dias mas indicados para los trabajos que se deseen realizar, el dia
lunes tiene una menor frecuencia con respecto a los anteriores pero se debe tener en cuenta que
hay muchos festivos en ese dia, y por otra parte desde el viernes se nota una baja significativa
que termina en sabado y domingo con frecuencias de acceso muy bajas con respecto a los
demas dias segun la figura 5.6.
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Figure 4.23: Tendencia por Dia de la Semana y Genero

Conocer el tiempo que un estudiante permanece en la plataforma da un indicativo de las
actividades que este realiza en la misma, para el caso de andlisis los dias que muestran mayor
tiempo de conexién son los dias Martes y Jueves y con menor frecuencia los relacionados al
fines de semana como son Viernes, Sibado y Domingo como se muestra en la figura 4.24. Es
importante aclarar que un estudiante puede tener cierta cantidad de accesos a la plataforma
pero no en todos los casos es directamente proporcional a la tiempo que permanece en la
misma desarrollando actividades.
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Figure 4.24: Tiempo en la Plataforma por Dia de la Semana y Genero
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Chapter 5

Analisis Predictivo

Posterior al anélisis descriptivo y con el conocimiento que este ha proporcionado se puede
proceder al analisis predictivo con el cual se busca generar respuesta a la pregunta de que
puede pasar y con base en esta informacién tomar decisiones acordes con lo que la informacién
suministrada sugerir que puede pasar con un alto grado de probabilidad.

Para trabajar en el analisis predictivo se toma como base los indicadores de franjas ho-
rarias 2.8.1.F0 que indica el numero de conexiones que se realizan entre las 12 de la noche
y las 6 de la manana, el 2.8.1.F6 que indica las conexiones entre las 6 am y las 12 del dia,
el 2.8.1.F12 que se mide entre las 12 del dia y 6 de la tarde y por ultimo 2.8.1.F18 que se
encarga de evaluar las conexiones entre las 6 pm y la media noche.

Con lo anterior se busca predecir cual es el la franja horaria en que mayor cantidad
de estudiantes se conectan durante el dia, lo cual puede ayudar a predecir como sera el
comportamiento en la semana siguiente a la analizada y de este forma promover actividades
académicas en procura de que la participacion por parte de los estudiantes sea la mayor
posible, mejorando asi la interaccion entre estudiantes y docentes.

Para lograr este objetivo se genero un modelo de series de tiempo multivariadas el cual
permite establecer como sera el comportamiento de un estudiante en la semana siguiente a
la analizada teniendo en cuenta factores los diferentes herramientas que este modelo permite
como lo es el de generacion de series por separado para las variables materia de estudio con
el fin de determinar si son series con tendencias similares como se muestra en la figura 5.1.
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Figure 5.1: Grafica de Series de Tiempo por Variable

5.1 Analisis de la serie de tiempo

En esta seccién el objetivo es describir el proceso que se llevo a cabo para la prediccion a
través del modelo de series de tiempo como base para la toma de decisiones. Una de la
pruebas que se pueden aplicar a este tipo de modelos son la de causalidad y correlacion, estas
ayudan a determinar la relacién que pueden tener las variables a usar en el modelo [26] [27].
Sin embargo es importante conocer que pueda que exista cierta correlacion entre las variables
lo cual no indica que también exista causalidad entre las mismas.

La prueba de causalidad de Granger [28] se realiza para comprobar que una variable A
puede ser la causante de las variaciones en los datos de la variable B, y esta se determinaria
como causalidad unidireccional, pero si de la misma forma la variable B puede causar las
variaciones en los valores de la variable A se puede decir que tienen causalidad bidireccional.
Esta causalidad se determina a través del nivel se significancia, cuando este es menor que
0.05 entonces se puede descartar la hipdtesis nula.

Para el caso de las variables materia de andlisis podemos observar que la relacién mas
fuerte esta determinada por la variable de las 12 de la noche a las 6 de la manana como se
muestra en la tabla 5.2.
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ind 6AM x ind 12AM x ind 6PM x ind 12PM x

ind_6AM _y 1.0000
ind_12AM y 0.9405
ind_ 6PM_y 0.3228
ind_12PM_y 0.5701

0.2637

1.0000

0.4279

0.3463

0.4321

0.2790

1.0000

0.1534

Figure 5.2: Prueba de Causalidad

La Correlacién es otra prueba elemental que se debe hacer con el fin de establecer si
las dos variables analizadas tienen un crecimiento lineal simétrico, de ser asi este seria una
correlaciéon directa y su coeficiente seria 1 o muy cercano a 1, de lo contrario la correlacion
se puede decir que es menor en la medida de que este coeficiente sea mas lejano a 1. Por
otra parte, existen las correlaciones espireas que pueden mostrar una relacién que no tienen
sentido o no poseen relaciéon lineal alguna como se expresa en el articulo ”El coeficiente de
correlacién y correlaciones espureas [29]

Para el caso de las variables de franjas horarias de la serie 2.8.1.F0 con respecto a 2.8.1.F6 no
muestran una correlacion, se nota mas dispersion en la figura 5.3 que una correlacion directa.

El analisis de series de tiempo ayuda a tener una prediccion de cual puede ser el compor-
tamiento futuro de una medida con el fin de tomar acciones que ayuden en la mejora de la

programacion, y planeacion de los periodos académicos futuros.
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Figure 5.3: Gréfica de Correlacion

5.2 Modelo de Redes Neuronales

el uso de la redes neuronales recurrentes fortalecen el modelo de series de tiempo ya que
a través de ellas se logran identificar comportamientos que se han presentado y se pueden
presentar dentro de las secuencias analizadas por su arquitectura en la distribucién de su
interconexion y procesamiento de datos [30]

El modelo debe ser dividido entre datos de entrenamiento y datos de pruebas, para este
andlisis se tomo como datos de entrenamiento las 14 primeras semanas de las 20 disponibles
en el set de datos, y el resto para los datos de pruebas. Esto corresponde a un 70 por ciento
para entrenamiento y 30 por ciento para pruebas, como se muestra a en la figura 5.6.
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Figure 5.4: Grafica de Separacion de Datos

Como parte definitiva del modelo y después de llevar a cabo los pasos anteriores, se realiza
la normalizacién de datos, usando la funcién MinMaxScaler con una escala entre 0 y 1, esto
con el objetivo de tener todos los datos del set de entrenamiento en una escala comin, con
el fin de facilitar el pronostico dentro del modelo y posteriormente proceder a la prediccion
la cual debe servir para la toma de decisiones, para este caso pronosticamos tomando como
hiperparametros 20 capas de entrada, 500 épocas y 30 unidades como tamano del lote [31].

Listing 5.1: Modelo LSTM con keras

dim_salida =1
na = 20
modelo = Sequential ()

modelo.add (LSTM( units=na, input_shape=dim_entrada))

modelo.add (Dense (units=dim_salida))
modelo . compile(optimizer="adam’, loss="mse’)

modelo. fit (X_train , Y _train ,epochs=500,batch_size=30)

x_test = set_validacion.values
x_test = sc.transform(x_test)
X_test = []

for i in range(time_step ,len(x_test)):
X_test.append(x_test [i—time_step:i,0])
X _test = np.array (X _test)
X_test = np.reshape(X_test, (X_test.shape[0],X_test.shape[l],1))

prediccion = modelo. predict (X _test)
prediccion = sc.inverse_transform (prediccion)
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La capa de entrada reciben la informacién de la fuente llamadas también capas densas y la
llevan dentro de la red , para este caso se usaron 20, las capas ocultas son las que se encargan
del procesamiento de la informacién para este caso tenemos dos arreglos de capas ocultas
de 10 neuronas cada una siendo estas las capas de Istm, y las capas de salida son las que

entregan el resultado del modelo, para este caso tenemos una, como se muestra en la figura
5.5.
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Figure 5.5: Arquitectura del Modelo

Lo anterior ayuda a predecir cual seria la cantidad de accesos a la plataforma en el
horario de la noche, correspondiente a la variable de 2.8.1.F18 mostrando como resultado
una tendencia positiva como se ve en la figura 5.6.
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Figure 5.6: Grafica de Prediccion

Para determinar la eficacia del modelo se incluye el método MSE que permite conocer
cual puede ser el posible valor de errores de pronostico del modelo a través del calculo del
coeficiente de determinacién R2.

Este valor se calcula conociendo el numero de periodos de la serie y el grado del primer
polinomio (n). [32] , es importante anotar que para series de tiempo el set de datos es muy
importante a la hora de medir la eficacia del modelo, si la magnitud del mismo es mayor la
prediccién sera de mejor calidad, en este caso particular solo se entreno con veinte entradas
correspondientes a veinte semanas académicas, por este motivo la prediccién del mismo no
es la mas precisa que se pueda esperar, se sugiere que seguir entrenado el modelo con base
en el crecimiento que el set de datos pueda tener en la medida que se tenga mas informacion
de otros periodos académicos posteriores.

Para el desarrollo de esta metodologia se debe tener en cuenta que se pueden incluir otros
tipos de variables como por ejemplo la cantidad de conexiones por dia de la semana que
pueden ayudar a mejorar el entrenamiento del modelo. También se puede usar el método de
la ventana a través de Istm, que consiste en determinar cuales pasos recientes dentro de la
serie temporal se pueden usar para calcular el préoximo paso temporal.
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Chapter 6
Discusion

El Conocer la informacion y su estado actual, es muy importante para tener una visién
global del comportamiento de los estudiantes en términos académicos, gracias al auge de la
tecnologia y conectividad que se ofrece en la actualidad, existen diferente mecanismos para
hacer analitica de informacion.

La analitica de informaciéon en la educacion abre varios horizontes para lograr una edu-
cacion mas adaptable a las necesidades del estudiante. En este proyecto basandonos en la
informacion de los Logs de la plataforma MOODLE se pudo observar como se puede segmen-
tar la informacion a través de diferentes variables socio econémicas para identificar patrones
en el comportamiento que los estudiantes tienen en el sistema de educacion virtual. Dentro
de lo encontrado tenemos que, por ejemplo los estudiantes que usan el fin de semana para
realizar sus actividades académicas prefieren el dia domingo para el desarrollo de las mismas,
y a su vez se encuentra que las personas que no tienen una dependencia econémica son las
que mayor numero de conexiones a la plataforma generan, encontrando una coherencia del
por que se escoge el dia domingo para la dedicaciéon a temas relacionados con su entorno
estudiantil, esto abre un panorama de cuales dias son una buena opcién para proponer ac-
tividades y hacer seguimiento a las mismas [33].

En los casos anteriores en que se ha visto reflejado por ejemplo cuales dias de las semana
y cual franja horaria los estudiantes usan mas para conectarse a la plataforma. Esta infor-
macién puede usarse en busqueda del beneficio académico para los estudiantes como para
los docentes. Haciendo uso de la analitica prescriptiva y basados en la herramienta ELA
con la cual se puede gestionar la informacion generada a través de los modelos mateméticos
implementados dentro de la misma, y teniendo en cuenta todo el analisis desarrollado con la
informacion generada por la herramienta MOODLE, se plantea por ejemplo, la posibilidad
proponer talleres, foros y otras actividades académicas los dias martes, miércoles y jueves en
las franja horaria de las 6 de la tarde en adelante, que son los dias y horarios en los cuales
el andlisis muestra mejores valores en cuanto a indices de conectividad a la plataforma se
refiere, esto con el fin de beneficiar el aprendizaje ofreciéndole al estudiante alternativas cada
vez mas asociadas a sus patrones de dedicacion al estudio, y asi mismo la calidad de los
cursos ofrecidos puede verse mejorada con la participacién activa de mas alumnos dentro de
los mismos, ver figura 6.1.
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Figure 6.1: Promedio de Accesos a la Plataforma por Genero y Dia de la Semana

Adicionalmente, este trabajo propone como predecir que puede pasar con respecto al
comportamiento de una semana en relacion a la siguiente, teniendo en cuenta la cantidad
de accesos a la plataforma y tiempo de permanecia en la misma. Este modelo ayudaria
a analizar cual seria una buena alternativa para mejorar estos indicadores de dedicacion a
su estudio tanto para los estudiantes, asi como para los docentes y parte administrativa en
términos de programacion y preparacién de los cursos.

Para realizar esta prediccion se usaron modelos de redes neuronales LSTM que permite
mejores predicciones en el modelo de series de tiempo multivariadas a través de las compuer-
tas de memoria largo y corto plazo que permiten mejorar la prediccion con respecto a otros
modelos como por ejemplo los de regresién [34].

Aunque el rendimiento de los modelos LSTM no fue el esperado debido a que la ventana
de tiempo analizada fue muy corta, a futuro se espera poder mejorar el resultado del algo-
ritmo basado en una mayor cantidad de informacion histérica disponible para analizar, ya
que este tipo de modelos pueden mejorar el nivel de prediccién en la medida que los datos
brinden el ciclo completo del estudiante. Por ejemplo se puede agregar datos de los indi-
cadores generados en otros periodos académicos lo cual posibilitara mejores entradas para
el modelo e identificar las posible variaciones que pueda tener un estudiante en relacién a
periodos académicos anteriores ya que sus condiciones pueden variar con el paso del tiempo.

El uso de herramientas de visualizacion facilitan la toma de decisiones ya que con el apoyo
de estas se puede tener un panorama muy claro de la situacion actual y futura, y con el apoyo
de modelos analiticos como el usado podemos tener alternativas para una mejor planeacién
y ejecucién de actividades académicas que beneficien la interaccién entre los estudiantes y
los docentes asi como con todas las areas de la universidad.
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Se propone que a futuro se siga fortaleciendo la herramienta ELA con base en el en-
trenamiento de los modelos con set de datos de mayor volumen, con el fin de fortalecer el
conocimiento que se adquiere a través de estos, de igual forma con los logs generados den-
tro de MOODLE se pueden definir indicadores adicionales que permitan llegar a otro tipo
de anélisis a los desarrollados dentro de este trabajo al igual que el fortalecimiento de las
encuesta de caracterizacién realizadas a los estudiantes en cada periodo académico.
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